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OZET

Yiksek Lisans Tezi
KARINCA KOLONI ALGORITMASI iLE OZNITELIK SECIMi

UMUT AKCAN

Bursa Uludag Universitesi
Fen Bilimleri Enstitiisii
Endiistri Miithendisligi Anabilim Dali

Damisman: Dog. Dr. Duygu YILMAZ EROGLU

Gelisen bilgi teknolojileri ile glinlimiizde veri miktar1 hizla biiyiimektedir. Veri
madenciligin amaci, bu verilerden anlamli bilgi ¢ikarmaktir. Veri miktarinin biiylik ve
cok boyutlu olmasi, hesaplama maliyetlerini artirmakla beraber verilerden anlaml bilgi
¢ikartilmasimi zorlastirmaktadir. Oznitelik se¢iminin amaci bilgi kaybinin asgari diizeyde
tutarak verilerin ¢ok boyutlulugunu azaltmaktadir. Literatiirde, 6znitelik se¢imi i¢in filtre,
sarmalayici, gomiilii ve hibrit yontemler basliklar1 altinda farkli yaklagimlar nerilmistir.
Bu tez c¢alismasinda, karinca koloni algoritmasi kullanilarak hibrit bir yaklasim
onerilmistir. Hibrit yontemler, iki adimdan olusmaktadir. Onerilen ydntemin ilk adiminda
karinca koloni algoritmasi ile denetimsiz 6grenme seklinde 6znitelik se¢imi yapilmistir.
Ikinci adimmda k en yakin komsuluk ve destek vektdr makineleri siniflandirma
yontemleri kullanilarak siniflandirma modelleri olusturulmustur. Elde edilen sonuglar,
literatiirde karinca koloni algoritmasi kullanan bir ¢alisma ile karsilastirilmis olup, ortak
kullanilan veri setlerinin yarisinda daha iyi sonuglara ulasilmistir. Bu sonuglar, 6nerilen
yontemin etkinligini dogrulanmis sonrasinda daha yiiksek dogruluk oranlar1 elde etmek
icin hangi 6zniteliklerin kullanilmasi gerektigine karar verebilmek amaciyla 10 kat ¢apraz
dogrulama ile farkli siniflandiricilar kullanilmustir. ilaveten, bir adet dzniteligin bile
varliginin ve yoklugunun sonuglar1 nasil etkiledigini gostermek i¢in analizler yapilmis,
Oznitelik se¢iminin dnemi vurgulanmistir. Son olarak da farkl siiflandirici ve egitim/test
yapilarinda veri setlerinin dogruluk orani disinda hassasiyet ve gercek pozitif degerler
oranindan hesaplanan F-puaninin nasil degistigine dair analizler yapilarak sonuclar
yorumlanmistir.

Anahtar Kelimeler: Karmnca koloni algoritmasi, 6znitelik se¢imi, siiflandirma, veri 6n
isleme, hibrit algoritmalar

2022, vii + 45 sayfa



ABSTRACT
MCs Thesis
FEATURE SELECTION WITH ANT COLONY ALGORITHM

UMUT AKCAN
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Nowadays with the developing information technologies, the amount of data is growing
rapidly. The purpose of data mining is to extract meaningful information from these data.
The fact that the amount of data is large and multidimensional increases the computational
costs and makes it difficult to extract meaningful information from the data. The purpose
of feature selection is to reduce the multidimensionality of the data by keeping
information loss to a minimum. In the literature, different approaches have been proposed
for feature selection under the headings of filter, wrapper, embedded and hybrid methods.
In this thesis, a hybrid approach is proposed using the ant colony algorithm. Hybrid
methods consist of two steps. In the first step of the proposed method, feature selection
was made in unsupervised learning with the ant colony algorithm. In the second step,
classification models are created by using k nearest neighbor and support vector machine
classification methods. The results obtained were compared with a study using the ant
colony algorithm in the literature. Better results were achieved in half of the commonly
used datasets. According to these results, the effectiveness of the proposed method was
verified, and then different classifiers were used with 10-fold cross validation in order to
decide which features should be used to achieve higher accuracy rates. In addition,
analyzes were made to show how the presence and absence of even one feature affected
the results, and the importance of feature selection was emphasized. Finally, analyzes
were made on how the F-score calculated from precision and true positive values, apart
from the accuracy rate of the data sets, changed in different classifier and training/test
structures, and the results were interpreted.

Key words: Ant colony algorithm, feature selection, classification, data pre-processing,
hybrid algorithm

2022, vii + 45 pages
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1. GIRIS

Veri miktar1 son yillarda hizla artmaktadir. Makine o&grenmesi, istatistik ve veri
tabanlarinin kesisimindeki yOntemleri igeren bir hesaplama siireci olarak veri
madenciligi, bu devasa veri hacmi ile ilgilenir, isler ve onu analiz eder (Liu ve Yu 2005).
Veriler dlgek olarak ¢ok biiylik ve yiiksek boyutluluga sahip olabilirler. Yiiksek boyutlu
veriler daha karmasik ve ¢esitli bilgiler icermesine ragmen, hesaplama maliyetlerini ve
depolama genel giderlerini de 6nemli dlglide artirir. Ek olarak, yiiksek boyutluluk, veri
madenciliginin karmagsikligini artiran 6nemli 6zniteliklerin daha az goriilmesine neden
olur. Ayrica, olusturulan modellerin performansini ve verimliligini dogrudan etkileyen
bu yiiksek boyutlu verilere ka¢gmilmaz olarak gereksiz 6znitelikler, giiriiltii veya aykiri

degerler eklenir (Yan ve Yang 2015).

Oznitelik se¢imi (FS), dzellikle yiiksek boyutlu bir dznitelik alaniyla ugrasirken, makine
dgrenmesinde yaygm olarak kullanilan bir 6n isleme adimidir. Oznitelik se¢ciminin amaci,
bir veri kiimesinin boyutsalligini azaltarak ve tahmin dogrulugundan en az kayip ile temel
Oznitelikleri bularak basitlestirmektir. Bunu yaparak, se¢ilmeyen 6znitelikler tarafindan
saglanan bilgilerdeki fazlali§i da azaltir. Gergek diinya problemlerinde, giiriiltiilii,
alakasiz veya yaniltict 6znitelik bollugu nedeniyle 6znitelik se¢imi bir zorunluluktur.
Oznitelik secimi kapsamlidir ve metin kategorizasyonu, veri madenciligi, driintii tanima
ve sinyal isleme dahil olmak iizere bircok alana yayilir (Jensen 2005). Oznitelik segimi
esasen bir kombinatoryal optimizasyon problemidir. Ozellikle NP'nin global optimal bir
¢oziim bulmak polinom zamanda zordur. Bu sorunu ¢6zmek i¢in, gelencksel 6znitelik
secim yontemleri, veri noktalariin belirli istatistiksel veya geometrik 6zelliklerini gore
her bir 6znitelik agirhigmi ayr1 ayr1 degerlendirir, bunlar1 uygun sekilde siralar ve ardindan
Oznitelikleri tek tek seger. Ancak, kiiresel optimal deger i¢in herhangi bir garanti
saglayamazlar. Ayrica, farkli Oznitelikler arasindaki etkilesimi ve bagimliligi ihmal
etmeleri olduk¢a olasidir (Yan ve Yang 2015). Zaman karmasikligi probleminin
istesinden gelmek i¢in, polinom zamaninda bir optimale yakin &znitelik alt kiimesini
bulmak i¢in Onerilen yaklagim algoritmalar1 vardir. Bu algoritmalar filtre, sarmalayici,
g6miili ve hibrit yaklagimlar olmak tizere dort ana kategoride siniflandirilabilir (Rostami,
Berahmand, Nasiri ve Forouzande 2021). Filtre yontemleri, yalnizca verilerin istatistiksel

Ozelliklerine dayanir ve herhangi bir 6grenme modelinden bagimsiz olduklarindan,



yiiksek bir hesaplama maliyetinin olusmasini engeller ve diger iki kategoriden daha fazla
genellik saglarlar. Sarmalayici yontemlerinde, son alt kiime se¢imi, verilerle tekrar tekrar
egitilen bir 6grenme algoritmasmna dayanir. Sarmalayicilar, 6grenme planinin nihai
dogrulugunu artirma egiliminde olsalar da, genellikle diger iki yaklasimdan hesaplama
acisindan daha yiiksek maliyete sahiptir. Gomiilii yontemlerde, siniflandirma siirecinin
bir parcasidir (Palma-Mendoza, de Marcos,Rodriguez, ve Alonso-Betanzos 2019). Bu
yontemlerde, Oznitelik se¢imi ve smiflandirma es zamanli olarak ilerler. Hibrit
yaklasimlar, 6znitelikleri iki asamada se¢meye calisirlar: ilk asamada, filtre yaklagimini
kullanarak orijinal 6znitelik setini azaltmaya ¢aligirlar. Daha sonra ikinci asamada,
indirgenmis 6znitelik kiimesindeki en iyi 6znitelik alt kiimesini segmek i¢in sarmalayici
yaklagimi uygulanir. Baska bir deyisle, hibrit yaklagimin amaci, hem filtre hem de
sarmalayici yaklagimlarin avantajlarini kullanmaktir. Sonug olarak, hibrit yaklasimda iyi
ozniteliklerin ortadan kaldirilmasi riski, filtre yaklasimindakinden daha azdir (Unler,
Murat, ve Chinnam 2011). Hibrit yaklagimlarda ilk filtre gorevi meta sezgisel

algoritmalar araciligi ile yapilabilir.

Meta-sezgisel yaklagimlar, minimum siirede en uygun 6znitelik alt kiimesini bulmada
basarili yaklasimlardan biridir. Son yillarda, meta-sezgisel yaklasimlarin bir kategorisi
olan siirii zekas1 algoritmalar1 (SI), 6znitelik segimi ile verimli bir sekilde ugrasmaktadir.
S| algoritmalari, karmcalar, arilar, kus siiriisi vb. gibi dogadaki canlilarin sosyal
davranislarindan ilham alir. Yiyecek arama gibi ortak bir hedefe ulagsmak i¢in birlikte

calisan, kendi kendine organize olmus bir popiilasyonu modellerken kolektif zekay1

kullanirlar (Bindu ve Sabu 2020).

Bu ¢alismada, 6znitelik se¢imi i¢in bir hibrit yaklasimi sunulmustur. Tez ¢alismasinda,
sunulan hibrit yaklagimin ilk adimi olan filtre yontemi igin 6nerilen yontem meta sezgisel
algoritmalardan siirii zekasi algoritmasi olan karinca koloni algoritmasidir. Karinca
koloni algoritmasinda sezgisel uzakliklarm hesaplanmasi i¢in kosiniis benzerlik yontemi
kullanilmustir. ACO ile tespit edilen rotalar ikinci adimda kullanilmustir. Ikinci adim i¢in
onerilen siniflandirma yontemleri K en yakin komsuluk ve destek vektdr makineleri

smiflandirma yontemleridir.



Bu ¢aligmada, 6nerilen algoritma python tizerinde kodlanmistir. Kod, hibrit yaklagimda
oldugu gibi iki par¢adan olusmustur. Ik par¢ada karmca koloni algoritmasi ¢alistirilarak
oznitelik rotalar1 olusturulmustur. Ikinci parcada rotalar kullanilarak siniflandirma
yapilmistir. Kodun iki parga olmasinin avantaji smiflandirma yontemlerinin bazi veri
setlerinde, weka programi ile elde edilen sonuglarin karsilastirilmasina olanak

saglamasidir.



2. KAYNAK OZETLERI ve KURAMSAL TEMELLER
Bu boliimde tanimlardan, genel bilgilerden ve arastirilan kaynaklardan bahsedilmistir.

2.1 Kaynak Ozetleri

Caligmalarinda karinca kolonisi algoritmasi kullanarak 6znitelik se¢imi smiflandirma
yapan ve literatiirde one c¢ikan bazi makaleler ile, diger meta-sezgisel yontemler
kullanarak Oznitelik se¢cimi yapan ¢aligmalar, yaymlanma yilina gore asagidaki gibi

derlenmistir.

Al-Ani (2005) calismasinda karinca koloni algoritmasi ile 6znitelik se¢imi yOontemi
onermistir. Sezgisel uzakliklarin hesaplanmasi i¢cin karsilikli bilgiye dayali 6l¢ti adli
yaklagim kullanmigdir. Feromon giincellemelerini ortalama kare hatasmdan olusan bir

formiille yapimislardir.

Sivagaminathan ve Ramakrishnan (2007) ¢alismalarinda 6znitelik se¢imi i¢in karinca
koloni algoritmasi ve yapay sinir aglarindan olusan bir yontem 6nermislerdir. Karinca

kolonisi feromon giincellemeleri yapay sinir aglarindan gelen geri bildirimle yapilir.

Kanan ve Faez (2008) calismalarinda karinca koloni algoritmasini yiiz tanima
sistemlerinde Oznitelik se¢cimi i¢in kullanmislardir. Karincalarin bulduklar1 rotalarin
degerlendirme kriteri olarak secilen ortalama hata karesini azaltmasina gore Oznitelik

secim yontemi uygulanmistir.

Deriche (2009) calismasinda karinca koloni algoritmasi ile 6znitelik se¢iminde farkli
yerel dl¢iitlerinin etkisini degerlendirmistir. Fisher kriteri ve karsilikli bilgiye dayali 6l¢ii

Olciitlerini ortalama kare hatasina gore karsilastirmistir.

Aghdam, Ghasem-Aghaee ve Basiri (2009) ¢alismalarinda karinca koloni algoritmasini
metin madenciliginde 6znitelik se¢imi i¢in kullanmistir. Metin siniflandirmasinin 6nemli
bir sorunu, metnin yiiksek boyutlulugudur. Oznitelik se¢imi ile yiiksek boyutluluk
azaltilmas1 hedeflenmistir. Karinca koloni algoritmasinda secilen degerlendirme kriteri

ortalama hata karesi kullanilmistir.



Min ve Fangfang (2010) calismalarinda filtre ve sarmalayici yontemlerden olusan bir
hibrit yontemi 6nermislerdir. Filtre yontemi i¢in Korelatif Aile Se¢imi, Relief Sinif
Ayrilabilirligi, Mahalanobis Uzaklig1, Cok Degiskenli Korelasyon Katsayis1 ve Karsilikli
Bilgi ydntemlerini kullanmislardir. Oznitelikler belirtilen alti kritere gore agirliklandirma
degeri verilerek seg¢ilmistir. Sarmalayic1 yontemler i¢in Uyarlamali Genetik Algoritma,
Kaotik ikili Parcacik Siirii Optimizasyon ve Klonal Secim Algoritmasi olmak iizere iic
algoritma denenmistir. Global optimizasyonda daha basarili oldugu i¢in klonal se¢cim

algoritmasi secilmistir.

Ali ve Shahzad (2012) galismalarinda Karinca koloni algoritmasi ile 6znitelik alt kiimesi
secimi yapmiglardir. Simetrik belirsizlik isimli bilgi kazancimi ve entropiden olusan bir

formiil ile 6znitelikler aras1 sezgisel uzaklik hesaplamislardir.

Wald, Khoshgoftaar ve Napolitano (2013) calismalarinda sarmalayic1 yontemler ile
Oznitelik secimi problemlerinde 6znitelik se¢imi ve modelde kullanilmak tizere iki farkl

smiflandirma yontemi gerektigini 6nermislerdir.

Sarag ve Ozel (2014) calismalarinda web sayfalar1 smiflandirma problemlerinde 6znitelik
secimi i¢in karmca koloni algoritmasi kullanilmasini 6nermislerdir. Sezgisel uzakliklar

icin egitim setindeki 6zniteligin dokiiman frekansini kullanmiglardir.

Hamed, Dara ve Kremer (2014) ¢aligmalarinda 6znitelik se¢imi problemi i¢in gomiilii
Oznitelik secimi yOntemi Onermislerdir. Calismada destek vektor makineleri
kullanilmigtir ve yontem, bos bir 6znitelik kiimesinden ileriye dogru 6znitelik ekleyerek

caligir.

Tabakhi, Moradi, ve Akhlaghian (2014) ¢alismalarinda 6znitelik se¢imi problemleri igin
karinca koloni algoritmast ile hibrit bir yaklasim dnermistir. Ilk adimda karmnca koloni
algoritmas1 Oznitelikler arasi kosiniis benzerlik yontemi ile bulunan uzakliklara gore
denetimsiz dgrenme olarak calistirilmistir. ikinci adimda siniflandirma algoritmalarinda
karmca koloni algoritmasindan gelen feromon miktarlar1 kullanilmustir. Oznitelikler igin

feromon miktarlar1 agirliklandirma 6lgiitii yerine gegmektedir.



Kashef ve Nezamabadi-pour (2015) ¢alismalarinda 6znitelik se¢imi yontemi i¢in karinca
koloni algoritmas1 ile ikili secim yontemi &nermislerdir. ikili secim ydntemi bir
Ozniteligin varligini veya yoklugunu temsil eder. Karmncalar tiim 6znitelikleri ziyaret
etmesi gerekirken diigiimleri segmek igin karinca kolonisi algoritmasi kullanmuslardir.

Ikili se¢im yollar1 i¢in farkli istatistiksel dlgiileri kullanmislardr.

Mohammed, Deeba, Bui, ve Wahid (2016), ¢alismalarinda endoskopi goriintiilerini
kanayan, kanamayan ve bilgi vermeyen bolgeler olarak siniflandirma problemlerinin
boyut karmasikligini azaltmak i¢in karinca koloni algoritmasina dayanan bir 6znitelik
secimi yontemi Onermistir. Degerlendirme islevinin hatali siiflandirma sonucu yiiksek
maliyet eklemek istedikleri i¢in duyarlilik ve dogruluk oranlarmni kullanarak yeni bir

degerlendirme iglevi Onermiglerdir.

Fahrudin, Syarif, ve Barakbah (2016) ¢alismalarinda mikro dizilerde 6znitelik se¢imi igin
karinca koloni algoritmasi 6nermislerdir. Mikro diziler belirli bir yerde bir niikleik asit
dizisini (genetik bilgi iceren niikleotid zincirleri) bulmak ic¢in kullanilan ve ayni anda
binlerce numuneyi analiz etmek i¢in kullanilabilen bir teknoloji olup, niikleotid asitler
DNA ve RNA olmak iizere her canlida bulunmaktadir. Mikro dizi veri seti ayrica
algoritmadaki hiz ve dogrulugu etkileyen bir¢ok alakasiz ve gereksiz oznitelik

icermektedir.

Shunmugapriya ve Kanmani (2017) c¢alismalarinda karinca koloni ve yapay ar1 koloni
algoritmalarin 6zelliklerini birslestirerek melez bir hibrit algoritma 6nermislerdir. Arilar,

karincalarin buldugu 6znitelik alt kiimelerini kullanirlar.

Manosij, Ritam, Sarkar, ve Abraham (2020) ¢alismalarinda 6znitelik se¢imi problemleri
i¢in karinca koloni algoritmasi kullanilarak sarmalayic1 yaklasim 6nermislerdir. Karinca
koloni algoritmasi i¢in kosiniis benzerlik yontemi se¢ilmistir. Karica kolonisinin iirettigi
alt kiimeleri, dogruluk orani ve secilmemis Oznitelik sayist ile hesaplanmis bir

degerlendirme fonksiyonuna gore degerlendirilmistir..

Paniri, Dowlatshahi, ve Nezamabadi-pour (2020) c¢alismalarinda ¢oklu etiketli
smiflandirma problemleri i¢in karinca koloni algoritmasi ile 6znitelik se¢cim ydntemi

onermislerdir. Algoritmada karinca koloni algoritmasinda pearson korelasyon katsayis1



ve kosiniis benzerlik yontemi kullanmiglardir. Coklu siniflandirma problemi oldugu i¢in

Oznitelikler aras1 ve sinif etiketleri arasinda iliskiler dikkate alinmustir.

2.2 Kuramsal Temeller

Bu boliimde tanimlardan ve genel bilgilerden bahsedilmistir.

2.2.1. Oznitelik secim teknikleri

Filtre yontemi, tek degiskenli istatistiklerle 6znitelik se¢imi yapar ve diger yontemlerden
az hesaplama maliyetine sahiptir. Bu yiizden daha hizli ¢alisir (Gheyas ve Smith 2010).

Bazi filtre teknikleri ve kisa agiklamalar1 asagidaki gibi derlenmistir;

Bilgi entropisi, bir veri setinin igerdigi bilgi miktaridir. Bilgi entropisi formiilii denklem

2.1°de gosterilmistir.

H = =%{p(x)log,p(x) (2.1)

_ x smifina ait veri sayist
p(x) = (2.2)

toplam veri sayist
e (C = Smiflar kiimesi.

Denklem 2.1°de bir olayin sonucu kesin (0 veya 1) oldugu takdirde bilgi miktar1 sifir
olacaktir (Cover ve Thomas 2006).

Bilgi kazanimi (IG), veri setini rastgele bolerek entropi degerlerine bakar. Biitiin veri
setinin entropsinden ¢ikartilarak bilgi kazanimi bulur (Tabakhi, Moradi, ve Akhlaghian
2014).

Kazang orani, 6znitelik oriintiilerine gére boliinmesinin kazang oranini gosterir. Boliinen

kismin entropisini veri setinin entropisine boler (Tabakhi ve digerleri, 2014).

Terim varyansi (TV), en basit tek degiskenli degerlendirmedir. Veri setindeki degerlerin
ortalamadan ne kadar saptigmi agiklar. Ortalama ve degerler arasindaki uzakliklarin

karelerinin ortalamasidir (Tabakhi ve digerleri, 2014).



Rastgele alt uzay yontemi (RSM), bu yontem, 6zgiin 6znitelik uzayinin rastgele secilmis
bir alt uzayma belirlenmis siniflandirma ydntemi uygular. Ozniteliklerin biiyiik bir
boliimiinii degerlendirmek igin se¢im islemi birkag kez tekrarlanir ve son olarak sonuglara

gore secilen 6znitelikler olarak birlestirilir (Tabakhi ve digerleri, 2014).

Uygunluk-yedeklilik 6znitelik se¢imi (RRFS), hem denetimli hem de denetimsiz
modlarda calisabilen, uygunluk ve artiklik analizlerine dayali verimli bir 6znitelik segme
teknigidir. Bu yontemde, verilen bir kritere gore ilk 6znitelik secilecek ve daha sonra her
yinelemede, son segilen 6znitelik benzerligi onceden tanimlanmis bir esikten kiiglikse bir

Oznitelik secilecektir (Tabakhi ve digerleri, 2014).

Karsilikli korelasyon (MC), iki 6znitelik arasindaki bagimlilig1 hesaplayan ¢ok degiskenli
Oznitelik se¢im yontemidir. Bu yontemde, her iterasyonda en yiiksek ortalama korelasyon

degerine sahip 6znitelik kaldirilir (Tabakhi ve digerleri, 2014).

Laplacian Skoru (LS), her 6znitelik i¢in yerelligini koruma giiciinii yansitacak sekilde
hesaplanir. Birbirine yakin olan iki veri noktasinin muhtemelen ayni konu ile ilgili oldugu
gozlemine dayanmaktadir. Yerel geometrik yapiyr modellemek i¢in en yakin komsu
grafigi olusturuyoruz. Bu grafik yapisina uyan ozellikleri arar (He, Cai, D ve Niyogi
2005).

Sarmalayici yontemler, Ozniteliklerin alt kiimelerini degerlendirmek igin bir
smiflandiricidan gelen geri bildirimi kullanir. Bu smiflandirict genellikle nihai modeli
olusturmak i¢in kullanilacak olanla aynidir. Destek vektdr makineleri, karar agaci ve

Naive bayes algoritmalar1 6rnek olarak verilebilir (Shanab, Khoshgoftaar, ve Wald 2014).

GOomiili yontemler, ayn1 anda modeli egitir ve dznitelik se¢imini gergeklestirir. Yani
O0grenme kismi ve Oznitelik se¢me kismi ayni anda gercgeklestirilir. Bu nedenle, tahmin
modeli ile etkilesime girdiklerinden filtre stratejilerinden daha “akill’” yontemler ve bir
oznitelik alt kiimesi her secildiginde 6grenme modelinin egitilmesi gerekmediginden
sarmalayic1 yontemlerden daha hizli olarak kabul edilebilirler (Jiménez-Cordero, Morales
ve Pineda 2021). You, Liu, Live Chen (2012), Yilmaz Eroglu ve Kilic (2017), Maldonado

ve Lopez (2018), caligmalar1 6rnek olarak verilebilir.



Hibrit yontemler, filtreleme yontemleri ile baslangicta Oznitelik se¢imi kullanildigi,
ardindan sarmalayic1 veya gomiili yaklagimlarinin smniflandirma i¢in kullanildigi

yontemlerdir (Nagarajan ve Dhinesh Babu 2021).

Oznitelik se¢imi yontemlerin bilgi akis1 yonleri Sekil 2.1°de gdsterilmistir.

Filtre Yantem
Bilgi Bilgi Bilgi
Oznitelik Kiimesi »  Oznitelik Secimi = Model »  Siniflandirma
Sarmalayic
Yantem
Bilgi Bilgi Bilgi
Oznitelik Kimesi ——————»  Simflandirma  €———>» Model ————»  Oznitelik Segimi
Gomill Yéntem
. Bilgi B Bilgi Bilgi
Oznitelik Kimesi |——————®» Oznitelik Segimi ®—— ™  Siuflandirma  €4———» Model
Hibrit Y&ntem
. Bilgi B Bilgi Bilgi
Oznitelik Kimesi »  Oznitelik Secimi ——®  Siflandirma [€————» Model
1. ADIM 2. ADIM

Sekil 2.1. Oznitelik se¢imi yontemlerin bilgi akisi

2.2.2 Temel makine 6grenme yontemleri

Takviyeli 6grenmede, temsilci bir dizi takviyeden 6grenir. Takviye dogru siniflandirmay1

veya yanlis siniflandirmaya gore iyi veya kotii 6diil degeri verilir.

Denetimli 6grenmede, veri setindeki girdi ve ¢ikti ¢iftlerini gézlemler ve girdiden ¢iktiya

eslesen bir islevi 6grenir. Ciktinin oldugu veriler etiketli verilerdir.

Denetimsiz 6grenmede, girdi degerleri vardir fakat ¢ikti degerleri yoktur. Veriler

arasindaki Oriintiileri 6grenir. Ciktinin olmadig: veriler etiketsiz verilerdir.



Yar1 denetimli 6grenme de, veri setinde hem etiketli hem etiketsiz veriler bulunur

(Russell, Norvig ve Davis 2010).
En ¢ok bilinen 6grenme algoritmalar1 Cizelge 2.1°de gosterilmistir.

Cizelge 2.1. Bazi makine 6grenmesi algoritmalari

DENETIMSIZ DENETIMLI

) _ ] OGRENME OGRENME
SUREKLI VERI K-ortalama Regresyon
Temel bilesen analizi(PCA) Karar agaglari

Tekil deger ayristirmasi(SVD) Rastgele orman

KATEGORIK VERIi Apriori K en yakin komsuluk
Destek vektor makineleri

Sik oriintii kesfi(FP-growth) Lojistik regresyon

Naive bayes

Tez calismasinda kullanilacak olan algoritmalar sonraki boliimlerde detaylandirilmastir.

2.2.3 Smiflandirma metrikleri

Bu boliimdeki bilgilerin énemli bir kismi1 Naser ve Alavi (2021) tarafindan hazirlanan
makaleden derlenmistir. Siniflandirma modellerinin performans degerlendirmesinde
kullanilan olgiitler karmasiklik matrisinden hesaplanmistir. Karmasiklik matrisi Sekil

2.2’de gosterilmistir.

Tahmin Edilen Deger

Gergek Pozitif Gergek Negatif

Gergek Deger

Sekil 2.2. Karmasiklik matrisi

e Gergek Pozitif (TP): Gergek degeri 1 ve tahmin edilen degerin de 1 oldugu
orneklerdir.
e Gergek Negatifler (TN): Gergek degeri 0 ve tahmin edilen degerin de 0 oldugu

Oorneklerdir.
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e Yanlis Pozitifler (FP): Gergek degeri 0 ancak tahmin edilen degerin 1 oldugu
orneklerdir.
e Yanlis Negatifler (FN): Gergek degeri 1 ancak tahmin edilen degerin 0 oldugu

Orneklerdir.

Karmagiklik matrisinin slitun ve satir sayist verinin smif sayisina gore degisir. Sekil
2.2’te iki sinif vardir. Sinif sayisi degisirse de karmasiklik matrisinden hesaplanan metrik

degerler asagida anlatilan hesaplama yontemleri ile hesaplanabilir.

Dogruluk Orani (Accuracy Rate), simiflandirma sonucunun hangi oranda dogru tahmin

ettiginin bir Ol¢iisiidiir. Hesaplanma yontemi denklem 2.3°de gosterilmistir.

TP+TN

Dogruluk Orant = ———
TP+TN+FP+FN

(2.3)

Yanlis Smiflandirma Orani (Misclassification Rate), smiflandirma sonucunun hangi
oranda yanlis tahmin ettiginin bir 6l¢iisiidiir. Hata Oran1 olarak da bilinir (Error Rate).
Hesaplanma yontemi denklem 2.4’de gosterilmistir. Dogruluk orani ile arasindaki iligki

denklem 2.5’de gosterilmistir.

Yanlis Smniflandirma Orant = L — (2.9)
TP+TN+FP+FN
Yanlis Siniflandirma Orant = 1 — Dogruluk Orant (2.5)

Gergek Pozitif Degerlerin Orami (True Positive Rate), smiflandirma sonucunun hangi
oranda gercek pozitif degeri dogru tahmin ettiginin bir dlciisiidiir. Hassasiyet, Isabet
Orani veya Hatirlama olarak da bilinir. (Sensitivity, Hit Rate or Recall) Miimkiin oldugu

kadar yliksek olmalidir. Hesaplanma yontemi denklem 2.6’te gosterilmistir.

TP
TP+FN

Gergek Pozitif Degerler Orant = (2.6)

Gergek Negatif Degerlerin Orani (True Negative Rate), siniflandirma sonucunun hangi
oranda gercek negatif degeri dogru tahmin ettiginin bir &lgiisiidiir. Ozgiillik veya
Secicilik olarak da bilinir. (Specificity or Selectivity) Hesaplanma yontemi denklem 2.7°a

gosterilmistir.

TN
TN+FP

Gergek Negatif Degerlerin Orant = (2.7)
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Yanlis Pozitif Degerlerin Orani (False Positive Rate), siniflandirma sonucunun hangi
oranda gercek degeri 0 olmasma karsin 1 olarak tahmin edilenlerin oramdir. Yan Uriin

olarak da bilinir. (Fall-out) Hesaplanma yontemi denklem 2.8’de gdsterilmistir.

Yanlis Pozitif Degerlerin Orant = (2.8)

TN+FP

Yanlis Negatif Degerlerin Orani (False Negative Rate), smiflandirma sonucunun hangi
oranda gergek degeri 1 olmasina karsin 0 olarak tahmin edilenlerin oranidir. Kayip orani

olarak da bilinir. (Miss Rate) Hesaplanma yontemi denklem 2.9°de gosterilmistir.

Yanlis Negatif Degerlerin Orant = (2.9)

TP+ FN

Hassasiyet (Precision), tiim smiflardan, dogru olarak ne kadar tahmin edildiginin bir
Olciisiidiir. Miimkiin oldugu kadar yiiksek olmalidir. Pozitif Tahmin Edici Deger olarak
da bilinir. ~ (Positive Predictive Value) Hesaplanma yontemi denklem 2.10’da

gosterilmistir.

TP
TP+FP

Hassasiyet = (2.10)

F Puani (F Score), smiflandirma sonucunun gergek pozitif degerlerin oraninin (recall) ve
hassasiyetin (precision) harmonik ortalamasidir. Smiflandiricinin ne kadar iyi performans
gosterdiginin bir Olgiisiidiir ve smiflandiricilar1 karsilastirmakta siklikla kullanilir.

Hesaplanma yontemi denklem 2.11°da gdsterilmistir.

2 x Hassasiyet x Gercek Pozitif Degerlerin Orani
F Puani = Y u 8 (2.11)

Hassasiyet+Gergek Pozitif Degerlerin Orani

ROC Egrisi (ROC Curve), smiflandirma sonucunun tim olast degerler iizerinde
performansini 6zetlemek i¢in kullanilan bir grafiktir. Belirli bir sinifa gézlem atanmasi
esigini degistirdiginizde Gergek Pozitif Degerlerin Oranina (Hassasiyet) (x ekseni) karsi
Yanlis Pozitif Degerlerin Oranmi (Ozgiilliikk) (y ekseni) gizerek olusturulur. ROC Egrisi,
Hassasiyet / Ozgiilliik (Sensitivity / Specificity) raporu olusturmaya yarar. ROC egrisinin
altindaki alan (Area Under Curve (AUC)), bir parametrenin iki sinif arasinda ne kadar iyi

ayirt edilebileceginin bir dl¢iisiidiir.
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3. MATERYAL ve YONTEM

Bu boliimde kullanilan veri setleri, algoritmalar ve gelistirilen yontem hakkinda bilgi

verilmistir.

3.1 Materyal

Bu boliimde kullanilan veri setleri, algoritmalar hakkinda bilgi verilmistir.
3.1.1 Veri setleri

Bu boliimde, ¢alismada kullanilan veri setleri agiklanmistir. Veri setlerine ait bilgiler
Cizelge 3.1.’de gosterilmistir. Veri setleri agik kaynak kodlu olup, UCI makine 6grenme
deposundan alinmistir (Dua ve Graff 2019).

Cizelge 3.1. Veri seti bilgileri

Veriseti Oznitelik Sayis Siiflar Veri Sayisi
Wine 13 3 178
Hepatitis 19 2 155
WDBC 30 2 569
lonosphere 34 2 351
Dermatology 34 6 366
SpamBase 57 2 4601
Arrhythmia 279 16 452
Madelon 500 2 4400

Wine veri setinde, saraplarm kimyasal analiz sonuglar1 vardir. Ug farkli sinif vardir.
Analize gore saraplarin hangi sinifta oldugu tahmin edilir. Hepatitis veri setinde o6liir ve
yasar seklinde iki farkli smif vardir. WDBC veri seti, bir meme kitlesinin ince igne
aspirasyonun sayisallagtirilmis goriintiisinden hesaplanir. Goriintiide bulunan hiicre
cekirdeklerinin 6zelliklerini tanimlarlar. Veri setinde kotii huylu veya iyi huylu seklinde
iki farkli smnif vardir. Tonosphere veri seti, Goose Bay tarafindan Labrador'daki bir sistem
tarafindan toplanmustir. Iki farkli smifi vardir; iyi tiirii iyonosferden yansir, kotii tiirii

iyonosferden geger. Dermatology veri setinin amaci Erihemato-Skuaméz Hastaligin
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tipini belirlemektir. Sedef hastaligi, seboreik dermatit, liken planus, pityriasis rosea,
kronik dermatit ve pityriasis rubra pilaris olmak tizere 6 smifi vardir. Spambase veri seti,
istenmeyen e-postalar1 ayiran 2 siifli bir veritabanidir. Arrhythmia veri seti, Amag
kardiyak aritmi varligmmi ve yoklugunu ayirt etmek ve 16 gruptan birinde
smiflandirmaktatir. Madelon veri seti, ikili siniflandirma problemleri i¢in olusturulmus

yapay bir veri setidir.

Veri setlerinde secimindeki kriterler 6znitelik sayisi, boyut sayisi ve veri sayisi olmustur.
Oznitelik sayist ile farkli boyutlardaki, veri sayis1 ile farkli biiyiiklikteki ve sinif sayis
ile farkli sinif biiyiiklerindeki onerilen yaklagimin performansini gézlemleyebilmek i¢in

kiiciik orta biiylik veri setleri se¢ilmistir.

Veri setlerinin siniflandirma algoritma i¢in egitim ve test veri seti olarak boliinmesi
gerekir. Veri setleri istenilen oranlarda bdliinebilir. Ornek olarak %80 egitim veri seti

%20 test veri seti seklinde boliinebilir (bkz. Sekil 3.1).

EGITIM VERI SETI

Sekil 3.1. %80 egitim %20 test veri seti sembolik gosterimi

Ikince ve siklikla kullanilan yontem, K kath ¢apraz dogrulama yontemidir. Veri seti k esit
parcaya boliiniir. Siras1 ile her parga test veri seti olarak segilir ve geri kalan pargalar
egitim seti olarak atanir. Bu yontem ile verinin tamami smiflandirma i¢in kullanilabilir.

Sekil 3.2°de 5 kath ¢apraz dogrulama sembolik olarak gosterilmistir.

EGITIM VERI SETI

EGITIM VERI
SETI

EGITIM VERI SETI

EGITIM VERI SETI EGITIM VERI SETI

EGITIM VERI
SETI

EGITIM VERI SETI

EGITIM VERI SETI

Sekil 3.2. 5 kath capraz dogrulama sembolik gdsterimi
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3.1.2. Karinca koloni algoritmasi

Karinca koloni algoritmasi, Dorigo (1992) tarafindan Onerilmistir. Algoritma, gergek

karincalarin yemek bulma davranislari izerine olusturulmustur.

Karincalar, siirli halinde yasarlar. Siirii olarak bireyler kendi aralarinda bilgi aligverisinde
bulunurlar. Bir¢ok karinca tiiriinde, bir besin kaynagina gidip gelen karincalar gegtikleri
yere feromon adi verilen bir madde birakir. Diger karincalar, feromon varligimi algilar ve
feromon konsantrasyonunun daha yiiksek oldugu yollar1 takip etme egilimindedir. Bu
mekanizma sayesinde karmncalar, yiyecekleri yuvalarma oldukca etkili bir sekilde

tastyabilirler (Deneubourg, Aron, Goss ve Pasteels 1990).

Gergek karincalarin yuva besin kaynagi arasinda davranislarmin sembolik olarak

gosterimi Sekil 3.3’te gosterilmistir.

KAYNAGI

!
YUVA
¢

Sekil 3.3. Gergek karinca davraniglarinin sembolik gosterimi

Algoritma bu davramig1 taklit eder. Optimizasyon i¢in ¢6ziim yollarin1 ¢6ziimiin
uygunluguna gére feromon ile isaretler. Iterasyonlar devam ettikce daha iyi ¢dziime giden
yollarda feromon miktari artar. Buna bagl olarak yollarin se¢im sansi artar (Dorigo,
Birattari ve Stutzle 2006).
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Karinca koloni algoritmasi parametreleri:

e Karinca Sayist: Algoritmada kullanilan karinca sayist.
e iterasyon Sayisi: Algoritma dongii sayist.

e Alfa(a): Feromon oraninin 6nemi.

e Beta(p): Sezgisel uzaklik oraninin dnemi.

e Buharlagsma Katsayisi(p): Her iterasyonda azalan feromon orani.

Karinca Koloni Algoritmas1 Se¢im Formiilii:

T{",-Ilg- ser j €
— 5 e€eger ] k
P = { Zuejtinl, (3.1)

0 diger durumlarda

e 7. i ve jarasinda bulunan feromon miktari.
e 1) i ve j aras1 sezgisel uzaklik. (1/dj, djj: i ve j aras1 uzaklik)

e Ji Gidilebilecek komsuluklar kiimesi.

Feromon giincelleme formiilii:

— m k
Tij - (1 - p)Tl‘j + 2k=1 ATij (32)
1
k _ )7 k karincast burotada i—j yolunu kullandt ise
=1L
ATU { k diger durumlarda (3'3)

e L k karmmcasii kullandigi rota uzunlugu.

Karmncalar gidecekleri noktaya denklem 3.1°e gore karar verirler. Karincalar rotalarmi

tamamlayinca denklem 3.2 ve denklem 3.3’e gore feromon giincellemeleri yapilir.
Karmca koloni algoritmasi sézde kodu (pseudo code):

Input: Karinca koloni algoritmasi parametreleri.

Output: Feromon miktarinin en fazla oldugu rota.

1: begin algorithm

2: Karincalar rastgele noktalara yerlestirilir.

3: while durdurma kosullar1 saglanmadiginda do
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4: Her karinca i¢in rotay1 hesapla

5: Bulunan en iyi rota i¢in feromon miktarlarmni artir
6: Biitiin yollarda feromon buharlastir.
7:end while

3.1.3 K en yakin komsuluk algoritmasi

K en yakin komsuluk algoritmalar1 Fix ve Hodges (1951) tarafindan gelistirilmistir.
Cover ve Hart (1967) tarafindan genisletilmistir. K en yakin komsuluk algoritmasi
smiflandirma ve regresyon problemlerini ¢6zmek i¢in kullanilabilir. Denetimli makine
O0grenme algoritmasidir. Denetimli 6grenme, smiflarin etiketlerinin belli oldugu

durumlardir.

K en yakin komsuluk smiflandirict kullanarak, egitim modellerinden gelen bilgiyi
kullanir. Test verileri, en yakin k komsu arasinda ¢ogunluk oylamasi kullanilarak belirli
bir simifa smiflandirilir. Ayrica, esit olmayan dagilim kusurlarinin da iistesinden gelir

(Malini Devi, Seetha, ve Sunitha 2016).
K en yakm komsuluk algoritmasi s6zde kodu:

* Smiflandirma asamasinda, k komsu sayis1 kullanict tanimli bir sabittir ve
etiketlenmemis bir veri ile veri kiimesindeki tiim noktalar arasindaki mesafe hesaplanarak

smiflandirilir.
* Dongti, veri kiimesindeki tiim noktalar tamamlanana kadar tekrarlanir.
* Elde edilen uzakliklar siralanir ve k degerine gore bu komsular grafige alinir.

» Komsu belirli bir sinifta yer aliyorsa, o zaman gercek pozitif olarak kabul edilir, aksi

halde ger¢ek negatif olarak kabul edilir.
* Gergek pozitif ve gergek negatif degere bagl olarak dogruluk orani hesaplanir.

Tembel 6grenen algoritmasi olarak da adlandirilir. Ciinkii egitim kiimesinden hemen
O0grenmez, bunun yerine veri kiimesini depolar ve smiflandirma aninda veri kiimesi

lizerinde bir iglem gergeklestirir.
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K en yakin komsuluk algoritmasi parametreleri:

e Komsuluk sayisi(k): En yakin ka¢ komsunun dikkate alinacagini belirleyen
parametredir.
e Uzaklik formiilii: Komsuluklar arasi uzakliklarin hesaplanmasinda kullanilan

formiildiir.
K en yakm komsuluk algoritmasida genelde kullanilan uzaklik formiilleri:

e Minkowski Uzakligi: Reel sayilar i¢cin tasarlanmis bir vektordir. Mesafelerin
uzunlugu bir vektor olarak temsil edilmeli ve pozitif olmalidir. Hesaplanma
formiilii denklem 3.4°te gosterilmistir. Denklemdeki x ve y vektorlerin kartezyen
degerleridir.

d = (B lx; — y; PP (3.4)

e Manhattan Uzakligi: Minkowski uzakligmmn p=1 degeri igin 6zel halidir.
Kartezyen koordinatlarinin mutlak farklarinin toplamidir. Hesaplanma formiilii
denklem 3.5’te gosterilmistir.

d = Xi—qlx; — yil (3.5)

e Oklid Uzakligi: Minkowski uzakligmin p=2 degeri icin 6zel halidir. Diizlem
tizerinde iKi nokta arasindaki diiz ¢izgi mesafesinin bir dlgiisiidiir. Hesaplanma

formiilii denklem 3.6’te gdsterilmistir.

d= X, (x; —y)? (3.6)

Sinif 1 ‘

A sinif 2 [l
e
] \ &?'

[ ] AA

sinifi bilinmeyen

- arnek

A

Sekil 3.4. K en yakin komsuluk algoritmasinin gosterimi
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Sekil 3.4’teki drnekte, k=1 ise sinifi bilinmeyen drnek en yakin mesafedeki smif etiketi
ile etiketlenir.

3.1.4. Destek vektor makineleri

Boser, Guyon ve Vapnik (1992) tarafindan destek vektor makineleri, oriintii tanima ve

smiflandirma problemlerini ¢oziimii i¢in gelistirilmistir.

Destek vektor makineleri denetimli 6grenme algoritmalaridir. Bir diizlem tizerindeki
noktalar1 ayirmak i¢in bir dogru belirler. Bu dogru ile farkli siiflar1 ayirarak aralarmdaki

mesafeyi maksimum uzaklikta olmasini amaglar (Yang, Awan ve Vall-Llosera 2019).

L2

Destek
Vektorleri

Destek
Vektorleri

Sekil 3.5. Destek vektor makineleri gosterimi (Yang ve digerleri 2019, Sekil 1)
Sekil 3.5’te beyaz noktalar ve siyah noktalar olmak {izere iki smif vardir.

Tolerans(margin) ne kadar genis ise siniflar o kadar iyi ayristirilir.

= T
A:{Oegerw .xXx+b<O, (3.7)

legerwl.x+b =0

e w: agirlik vektorii.
e X: Girdi vektorii.

e Db: Sapma miktar1.
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Denklem 3.7°de ¢ikan sonu¢ 0’dan kiigiik ise beyaz noktalara yakin olacaktir. 0’dan

biiyiik ise siyah noktalara yakin olacaktur.
Denklem 3.7, denklem 3.8’te bulunan tek esitsizlikte birlestirilebilir.
v iciny;((wl,x;)+b) —1=0 (3.8)

Algoritmadaki temel mantik iki diizlem arasinda bulunan mesafeyi en uzak tutmaktir.

Mesafeyi hesaplayabilmek icin problemi iki boyutta ele alinirsa diizlem yerine dogru

kullanilabilir.
wix+b=1
wix+b =0
wix +b =41
Htwl

i

Sekil 3.6. ||w|| vektoriiniin dogrular1 dik kesme grafigi

Orijin noktasmdan gecen w'x + b =0 dogrusu tammlarirsa Sekil 3.6°daki gibi dogruya
dik olarak ||w|| vektdrii tanimlanabilir. ||w|| vektdrii ayn1 zamanda w'x + b =0 dogrusuna

paralel olan w'x + b = 1 ve w'x + b = -1 dogrularmna diktir.
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wix+b=1

Hwl

9 |11

B

Sekil 3.7. Dogrular ve ||w|| vektorii aras1 0 agisinin gosterim grafigi

Sekil 3.7°deki gibi w'x + b = 1 dogrusu iizerinde bir a noktas1 alinip orjinden a noktasina
dogru gizilirse ||w|| vektorii ve dogrular ile bir tiggen elde edilebilir. Sekil 3.7 gosterilen 6
acisinin denklem 3.9’de gosterilen kosiniis degerinden iki dogru arasindaki uzaklik

baglantisi elde edilir. Ayn1 islem w'x + b = -1 dogrusu iginde yapilir.

cos(@) = wla (3.9)

lwlillall

Dogru denklemlerinden w'a yerinde 1-b yazilarak diizenlenir ise 1.denklem igin 3.10 ve
2. Denklem igin 3.11 elde edilir.

1

lallcos(6) = - (3.10)
lallcos(6) = 5.5 (3.11)

Sekil 3.7 goriildigli gibi aralarindaki fark bulmak i¢cin denklem 3.10 denklem 3.11
¢ikartilarak denklem 3.12 elde edilir.

- 2
Tolerans = T (3.12)
Tolerans = @ (3.13)

Denklem 3.12 amag fonksiyonu olarak en biiytiklebilir bir fonksiyon olur veya denklem
3.12 carpmaya gore tersi alinarak denklem 3.13 elde edilip, ama¢ fonksiyonu en
kiiciiklenebilir bir fonksiyon olur. Denklem 3.13 tiirevlenebilir bir denklem olmadigi i¢in
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tiirevlenebilir bir denklem elde edebilmek i¢in denklem 3.13 karesi alinarak denklem 3.14
elde edilir.

lwll?

Tolerans = (3.14)

Tam ayristirilmayan verilerde ama¢ fonksiyonuna esneme katsayist eklenir. Denklem

3.15 gosterilmistir. Denklem 3.15°te € aylak degiskendir ve ¢ ceza agirlik terimidir.
Tolerans = I +cXt g (3.15)
2 i=1¢ .

Cekirdek doniisiimleri yapmak i¢in amag¢ fonksiyonun yanma kisitlarimizi eklenerek
Lagrange fonksiyonu olusturulur. Denklem 3.16 gosterilmistir. Denklem 3.16’a a

Lagrange carpani, A aktif kisitlar kiimesini gdstermektedir.

Lw,b,a) = @—

Yieaq;(yi(wTx; +b) — 1) (3.16)
w gore tiirev alinir ve diizenlenirse ifade denklem 3.17’deki gibi olur.
1
Lw,b,a) = Yiea; — 5 2icaZjea a;a;y;yix] x; (3.17)

Denklem 3.17’ye gore girdilerin i¢ ¢arpanlarma bagl (Xi'X;) bir vektdr elde edilir. Bu
vektore degistirilerek cekirdek doniisiimleri yapilabilir. Ornek olarak polinom cekirdek

icin (1+ xi'x;)? doniisiimii yapilir (Metlek ve Kayaalp 2020).
Vektor destek makineleri parametreleri:

e C: Ceza agirlik terimidir. Bliylidiik¢e yanlis smiflandirma igin ceza miktarini biiyiitiir.
Bu nedenle tolerans araligini daraltir.
e Kernel trick: Cekirdek doniigiimii yapar. Dogrusal olmayan siniflandirmalar da

yapabilir.

3.2. Yontem

Onerilen yontem smiflandirma problemlerinde islem yiikiiniin azaltilmasi amaci ile
siiflandirma performans gostergelerinin en iyilemeye c¢alisacak sekilde Oznitelik

secimini hedeflemektedir.
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Karmca koloni algoritmasinda sadece en iyi rotadaki yollara feromon ekler. Karinca
koloni algoritmasinin, Oznitelikler arasi sezgisel uzakliklara ihtiyag duymaktadir. Bu
uzakliklar1 bulmak i¢in kosiniis benzerlik yontemi kullanilmistir. Kosiniis benzerlik

yontemi, matematiksel olarak vektdrlerin i¢ ¢arpiminin, normlarina bo limiidiir.

Kosiniis benzerlik formiilii 3.18 denklemde gosterildigi gibidir. A ve B vektorleri temsil

etmektedir.

AB Y AixB;

B ik(A,B) = =
enzerlik(A, B) llAllx||BIl JZ?—lA?X\[Z?—lBiZ

(3.18)

Daha 6nce karinca koloni algoritmasinda anlatildig: gibi, iki nokta arasi mesafe olan dij
Oznitelik se¢imi uyarlamasinda denklem 3.18’de gosterilen kosiniis benzerlik formiilii ile

hesaplanmistir.

Algoritma temel olarak iki asamadan olusur. ilk asamada Karinca koloni algoritmast ile
frekans swralar1 olusturulur. Ikinci asamada smiflandirma algoritmalar1 kullanilir.

Algoritmanin is akis diyagrami Sekil 3.8’de gosterilmistir.

Kosiniis benzerlik formiilii ile 6zniteliklerin sezgisel uzakliklarini hesapla.
Karmca koloni algoritmasini 5 defa ¢alistir. Bulunan 5 rotayi tut.
Bulunan rotalarda ilk %80 kisminda goziiken 6znitelikleri say.

Sayilan dznitelikleri artmayan siraya gore diz. Oznitelik frekans listesi olustur.

o~ w0 PE

Oznitelikleri oznitelik frekans listesine gore ekleyerek siniflandirma
algoritmasini ¢aligtir.
6. En iyi siniflandirma metrigini veren Oznitelik sayisini, Oznitelikleri ve

smiflandirma metrigini dondiir.
Onerilen yontemin sézde kodu (pseudo code):
Input: Veri seti, algoritma parametreleri.
Output: En iyi metrik degeri veren 6znitelikler ve metrik degeri.
1: begin algorithm
2: Kosiniis benzerlik yontemi ile veri setinden sezgisel uzakliklar1 hesapla.

3: while iterasyon sayis1 5’ten kiigiik ise do
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4. Karinca koloni algoritmas1 calistir.
5: Bulunan rotay1 rota listesine ekle.
6:end while

7: Rota listesinde bulunan her rota icin ilk %80 kisminda bulunan 6znitelikleri say.

Oznitelik frekans listesine ekle.
8: Oznitelik frekans listesini artmayan siraya diz.

9: Oznitelikleri 6znitelik frekans listesine gore ekleyerek smiflandirma algoritmasini

calistir.
10: En iyi metrik degeri ve segilen Oznitelikleri ¢ikt1 olarak ver.

Onerilen yaklagimm literatiirden farklilastig1 noktalar, karinca koloni algoritmasinda
sezgisel uzakliklarm kullanimi ve ¢ikan bilginin farkli degerlendirilmesidir. Sezgisel
uzakliklar, literatiirde karmca koloni algoritmasinin olasilik fonksiyonunda ¢arpmaya
gore tersi alinarak kullanilmstir. Onerilen yontemde garpmaya gore tersi almmanustir.
Literatiirde karinca koloni algoritmasidan gelen bilgi, rotalari alt 6znitelik kiimeleri
olusturmasi veya feromon miktarlarinin yiiksek oldugu rotalarin kullanilmasi seklindedir.
Onerilen yontemde karmca koloni algoritmasi birden fazla kez ¢alistirilmis olup, ¢ikan
rotalardan frekans sirasi olusturulmustur. Sezgisel yaklasimlar baslangic noktasi gibi
degiskenlerin degismesi ile farkli ¢6ziim kiimelerin arastirilmas: miimkiin olur. Boylece

farkli ¢6zlim kiimelerinden gelen bilgi birlestirilmistir.
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Algorimay: baglat

Werl zetlerini
ve
ACO parametrelerini gir

Koziniiz benrerlik fonksivonn ile
zezgizel uzaklhiklan hesapla

Kannealan baglangig noktazina
raszal verlegtir

Kanncalan olazihik
fonksivonuna

gire

En iyi rotayva gére feromon
gincellemelerini vap

En 1y1 rotay: tut

ACO maksimum iterasyond
ulazh mu

Evet

AR

Sekil 3.8. Onerilen yaklagimm is akis diyagranm
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Smiflandirma algontmazmm gahshr

En ivi simflandirma metrigi ve
Gemitelik say1zsm vazdir

Algoritmay bitir




4. BULGULAR ve TARTISMA

Bu bolimde yapilan ¢alisma sonuglar1 gosterilmistir. Caligma Python kullanilarak
kodlanmistir. Daha O6nceki ¢alisma ile karsilastirmak amaci ile veri kiimeleri 2/3 orani
egitim kiimesine ve 1/3 orani ile test kiimesine boliinmistiir. Veri setlerindeki tiim
degerlerin etkilerini gérmek amaci ile 10°lu ¢apraz dogrulama yontemi de kullanmistir.

Veri setlerinde eksik degerler yerine ortalama degerler segilmistir.
4.1. Karinca Koloni Algoritmasi Parametre Ayarlamasi

Tim meta- sezgisel yontemlerde oldugu gibi, karinca koloni algoritmasmin da daha

verimli ¢aligsmasi i¢in uygun parametre degerleri kullanilmalidir.

Parametre ayarlamalar1 WDBC veri seti iizerinden yapilmistir. Veri seti 2/3 egitim seti,
1/3 test seti olarak boliinmiistiir. Siniflandirma algoritmasi olarak, K en yakin komsuluk
algoritmas1 komsuluk sayis1 k=5 degeri kullanilmis ve performans metrigi olarak
dogruluk orami kullanilmistir. Simiflandirma algoritmas1 bes kere calistirilmis bes

calismanin ortalama dogruluk orani degeri alinmastir.

Analysis of Variance

Source DF  AdjSS AdjMS F-Value P-Value
Model & 0,000556 0,000070 1,01 0,442
Linear & 0,000556 0,000070 1,01 0,442
alfa 3 0,000483 0,000161 2,34 0,088
beta 3 0,000049 0,000016 0,24 0,870
buharlasma 2 0,000025 0,000012 0,18 0,836
Error 39 0,002678 0,000069
Total 47 0,003234

Sekil 4.1. Karinca koloni algoritmasi parametreleri Minitab ANOVA sonucu

Sekil 4.1°de de goriilebilecegi gibi, dogruluk orani iizerinde en etkili faktor alfa faktorii
secilmistir. P degerleri %5’den biiyliktiir Ho hipotezi olan ana etkiler ¢ikt1 {izerinde
etkisizdir red edilemez. istatiksel olarak dogruluk orani iizerinde etkili faktor yoktur.

Dogruluk orani [0,941-0,973] arasinda degismektedir.
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Karinca koloni algoritmasi parametre degerlerini sezgisel olarak segmemek i¢in ana etki

grafikleri olusturulmustur. Sekil 4.2°de gosterilmistir.

Karinca koloni algoritmasi parametreleri ana etki grafikleri

Data Means
alfa beta buharlasma
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Sekil 4.2. Karinca koloni algoritmasi parametre degerleri ana etki grafikleri
Sekil 4.2°deki grafiklerden de goriilebilecegi gibi, en yiiksek dogruluk degerlerinin elde
edildigi degerler alfa igin 0,4, beta i¢cin 0,6 ve buharlasma katsayist i¢in 0,9 olup,

algoritma i¢in bu parametre degerleri se¢ilmistir.

Karmca koloni algoritmasi iterasyon sayisi artikca hesaplama maliyeti katlanarak
artmaktadir. Farkli iterasyon sayisindaki performans degerleri i¢gin WDBC veri seti
iizerinde 100 ve 1000 iterasyon sayis1 degerleri denenmistir. 100 iterasyon sayisi i¢in 14
Oznitelik 0,95 dogruluk orani elde edilmistir. 10 iterasyona gore %2 daha iyidir. 1000
iterasyonda 5 6znitelik 0,95 dogruluk orani elde edilmistir. 10 iterasyona gore %2 daha
iyidir ayn1 zamanda 100 iterasyona gore daha az 6znitelik se¢mistir. Biiyiik veri setlerinde
uzun ¢aligma siireleri sebebi ile 10 iterasyon degeri secilmistir. Karinca koloni algoritmasi

secilen parametre degerleri Cizelge 4.1°de gosterilmigtir.
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Cizelge 4.1 Karinca koloni algoritmasi secilen parametre degerleri

Parametre Degeri
Alfa 0,4
Beta 0,6
Buharlagma Katsayisi 0,9
Karinca Sayis1 10

Baglangi¢c Feromon Miktarlar1 10
Iterasyon Sayis1 10

Cizelge 4.1°de gosterilen parametre degerleri ile karinca koloni algoritmas: ¢alistirilarak

her veri seti i¢in Oznitelik frekans siralari olusturulmustur.
4.2. Sonuclarin Literatiirdeki Cahismalar ile Karsilastirilmasi

Bu boliimde, Tabakhi ve digerleri (2014)’nin karinca koloni algoritmasi kullanarak
yaptiklar1 yontem (UFSACO) ile tez kapsaminda Onerilen yontem karsilagtirilmistir.
UFSACQO’dan farkli olarak onerilen yaklasimda sezgisel uzakliklarin carpmaya gore tersi

alinmadan kullanilmasi ve 6znitelik frekans siralar1 Onerilmistir.

UFSACO’da 2/3 egitim, 1/3 test seti boliinmesi kullanilmistir. Karsilastirmak i¢in ayn1

boliinme yontemi ve UFSACQO’da segilen 6znitelik sayilar1 kullanilmistir.

Cizelge 4.2. Onerilen yontemin, UFSACO algoritmas1 sonuglar1 ile karsilastiriimasi
(Tabakhi ve digerleri (2014), Tablo 2 ve Tablo 3)

Veri Seti Secilen KNN SVM UFSACO UFSACO
Oznitelik Dogruluk  Dogruluk DT SVM

Sayis1 Orani Oram1  Dogruluk  Dogruluk

Oram Oram

WDBC 5 0,931 0,941 0,919 0,907
Dermatology 25 0,826 0,968 0,918 0,953
lonosphere 30 0,828 0,882 0,886 0,886
Arrhythmia 20 0,597 0,597 0,591 0,592
Wine 5 0,915 0,857 0,951 0,951
Hepatitis 5 0,788 0,788 0,788 0,831
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Cizelge 4.2. Onerilen yontemin, UFSACO algoritmas1 sonuglar1 ile karsilastiriimasi
(Tabakhi ve digerleri (2014), Tablo 2 ve Tablo 3) (devam)

Spambase 40 0,997 0,998 0,925 0,878
Madellon 70 0,510 0,486 0,764 0,611

Cizelge 4.2°ye gore, WDBC, Dermatology, Arrhythmia ve Spambase veri setlerinde
onerilen yontemin SVM smiflandirma sonuglarinda daha 1yi dogruluk orani elde
edilmistir. 4 veri setinde, UFSACO DT smiflandirmasina sonucundan daha 1yi ortalama
dogruluk oranina sahip UFSACO SVM siniflandirmasinda sonucu, ortalama %4,5 daha

1yi sonuglar elde edilmistir.

Tabakhi ve digerleri (2014) tarafindan yapilan calisjmada RSM ve MC filtreleme

algoritmalar ile karsilagtirilmistir.

Cizelge 4.3. Onerilen yontemin, RSM algoritmasi ile karsilastiriimasi (Tabakhi ve
digerleri (2014), Tablo 2 ve Tablo 3)

Veri Seti Secilen KNN SVM RSM RSM
Oznitelik Dogruluk Dogruluk SVM DT

Sayisi Oram Oram Dogruluk Dogruluk

Oram Oram

WDBC 5 0,931 0,941 0,8382 0,8634
Dermatology 25 0,826 0,968 0,9488 0,916
lonosphere 30 0,828 0,882 0,8784 0,8834
Arrhythmia 20 0,597 0,597 0,5611 0,5571
Wine 5 0,915 0,857 0,8197 0,8634
Hepatitis 5 0,788 0,788 0,8094 0,7755
Spambase 40 0,997 0,998 0,8547 0,9176
Madellon 70 0,510 0,486 0,535 0,5217

Cizelge 4.3’e gore, WDBC, Dermatology, Ionosphere, Arrhythmia,Wine ve Spambase
veri setlerinde RSM 6znitelik se¢iminden daha iyi sonuglar elde edilmistir. 5 veri setinde,
onerilen yontemin SVM siniflandirma sonucu, RSM SVM smiflandirma sonucundan
daha iyi ortalama dogruluk oranina sahip RSM DT smiflandirma sonucundan, ortalama

%06 daha 1iyi sonuglar elde edilmistir.
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Cizelge 4.4. Onerilen yontemin, MC algoritmast ile karsilastirilmas: (Tabakhi ve digerleri
(2014), Tablo 2 ve Tablo 3)

Veri Seti Secilen KNN SVM MC MC
Oznitelik Dogruluk Dogruluk filtresi filtresi

Sayisi Oram Oram SVM DT

Dogruluk Dogruluk

Oram Oram

WDBC 5) 0,931 0,941 0,8897 0,9108
Dermatology 25 0,826 0,968 0,9456 0,9112
lonosphere 30 0,828 0,882 0,8533 0,885
Arrhythmia 20 0,597 0,597 0,4546 0,4544
Wine 5) 0,915 0,857 0,8962 0,9235
Hepatitis 5 0,788 0,788 0,8273 0,8359
Spambase 40 0,997 0,998 0,8633 0,9146
Madellon 70 0,510 0,486 0,515 0,5

Cizelge 4.4’e gore, WDBC, Dermatology, Arrhythmia ve Spambase veri setlerinde MC
Oznitelik seciminden daha 1yi sonuglar elde edilmistir. 4 veri setinde, onerilen yontemin
SVM smiflandirma sonucu, MC SVM siniflandirma sonucundan daha iyi ortalama
dogruluk oranina sahip MC DT simiflandirma sonucundan, ortalama %9 daha iyi sonuglar

elde edilmistir.

4.3. K En Yakin Komsuluk Siniflandirmasi Sonuclar

Veri setleri 1/3 test ve 2/3 egitim olmak iizere boliinmiistiir. Karinca koloni algoritmasi
bulunan parametre degerleri ile her veri seti i¢in ¢alistirilmistir. Elde edilen 6znitelik
sirasina gore her Oznitelik degisiminde K en yakin komsuluk algoritmasi 5 defa
calistirilmustir, basar1 6l¢iitii olarak dogruluk orani ortalamasi1 alinmigtir. Komsuluk sayisi

k=5 se¢ilmistir.
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Cizelge 4.5. K en yakin komsuluk algoritmas1 dogruluk orani sonuglari

Veri Seti Toplam Biitiin ACO ile Dogruluk
Oznitelik  Oznitelikler Secilen Oram

Sayis1  Secildiginde Oznitelik

Dogruluk Sayisi

Oram

WDBC 30 0,931 25 0,945
Dermatology 34 0,832 18 0,957
lonosphere 34 0,83 4 0,857
Arrhythmia 279 0,627 140 0,69
Wine 13 0,69 8 0,963
Hepatitis 19 0,654 3 0,803
Spambase 57 0,997 54 0,998
Madellon 500 0,718 465 0,736

Cizelge 4.5’e gore biitlin veri setlerinde Ozniteliklerin se¢imi yapilmadan once ve
Oznitelik se¢imi yapildiktan sonra k en yakin komsuluk algoritmasi ile siniflandirma
sonuglar1 karsilastirildiginda 6znitelik se¢ilmesi sonrasi daha iyi dogruluk oranlar1 elde

edilmistir. 8 veri seti i¢in ortalama %10 iyilesme gorillmiistiir.

Basar1 oOlgiitii F-puani segilerek algoritma calistirilmistir. K en yakin komsuluk

algoritmasi 5 defa galistirilmis, F-puani degerlerinin ortalamasi alinmastir.

Cizelge 4.6. K en yakin komsuluk algoritmas1 F-puani sonuclar1

Veri Seti Toplam Biitiin ACOile F-puam

Oznitelik  Oznitelikler Secilen

sayist Secildiginde  Oznitelik

F-Puam Sayisi
WDBC 30 0,941 25 0,947
Dermatology 34 0,836 23 0,953
lon 34 0,891 4 0,897
Arrhythmia 279 0,630 233 0,659
Wine 13 0,681 8 0,942
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Cizelge 4.6. K en yakin komsuluk algoritmasi F-puani sonuglar1 (devam)

Hepatitis 19 0,857 3 0,887
Spambase 57 0,998 34 0,996
Madellon 500 0,706 441 0,721

Cizelge 4.6’ya gore, Spambase veri seti haricinde diger veri setlerinde k en yakin
komsuluk algoritmas1 siniflandirma sonucuna gore 6znitelik se¢cimi sonrasi dncesine gore
daha iyi F-puani degeri elde edilmistir. 7 veri seti i¢in %8 iyilesme goriilmiistiir.
Spambase veri setinde 34 oOznitelik segildiginde ise dogruluk orani miktar1 0,002

kotiilesir. Kotiilesme orani %0,2 dir.

Veri setleri i¢in k-kat ¢apraz dogrulama yapilmistir. k 10 secilmistir. Her veri seti igin
Oznitelik degisiminde k en yakin komsuluk algoritmasi caligtirilmis. Siiflandirma

metrigi olarak dogruluk orani kullanilmistir.
Cizelge 4.7. K en yakin komsuluk algoritmasi ¢apraz dogrulama sonuglari

Veri Seti Oznitelik Biitin ACO ile Dogruluk
Sayis1  Oznitelikler Secilen Oram

Tamam Secildiginde Oznitelik

Dogruluk Sayisi

Oram
WDBC 30 0,929 27 0,942
Dermatology 34 0,879 23 0,967
lonosphere 34 0,843 8 0,869
Arrhythmia 279 0,628 129 0,638
Wine 13 0,691 8 0,943
Hepatitis 19 0,766 4 0,818
Spambase 57 0,998 34 0,998
Madellon 500 0,731 497 0,733

Cizelge 4.7°ye gore, Spambase veri seti hari¢ biitlin veri setlerinde 6zniteliklerin se¢imi
yapilmadan once ve 6znitelik secimi yapildiktan sonra k en yakin komsuluk algoritmasi

ile smiflandirma sonuclar1 karsilastirildiginda Oznitelik sec¢ilmesi sonrasi daha iyi
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dogruluk oranlar1 elde edilmistir. 7 veri seti i¢in ortalama %8 iyilesme goriilmiistiir.

Spambase veri setinde iyilesme veya kotiilesme olmamustir.

Veri setleri 10 kat ¢apraz dogrulama ile analiz edildigi zaman Dermatology, lonsphere ve
Hepatitis veri setlerinde 2/3 egitim seti analizine gore daha iyi dogruluk oranlari
vermistir. Dermatology ve Hepatitis veri setlerinde 10 kat ¢capraz dogrulama, 2/3 egitim
setine gore daha fazla 6znitelik segmistir (bkz Cizelge 4.5 ve Cizelge 4.7).

4.4 Destek Vektor Makineleri Simiflandirmasi Sonuclar:

Veri setleri 1/3 test ve 2/3 egitim olmak {iizere bdliinmiistiir. Karinca koloni
algoritmasindan elde edilen 6znitelik sirasina gore dznitelik degisiminde destek vektor
makineleri 5 defa c¢alistirilmistir. Siniflandirma sonucu olarak basar1 Olgiitii olarak
dogruluk orami ortalamasit alinmistir. Cekirdek fonksiyon dogrusal ve C degeri 1

secilmistir.

Cizelge 4.8. Destek vektor makineleri algoritmasi dogruluk orani sonuglari

Veri Seti Toplam Biitiin ACO ile Dogruluk
Oznitelik Oznitelikler Secilen Orani

Sayis1  Secildiginde Oznitelik

Dogruluk Sayisi

Oram

WDBC 30 0,951 19 0,960
Dermatology 34 0,960 23 0,973
lonosphere 34 0,865 23 0,884
Arrhythmia 279 0,646 262 0,693
Wine 13 0,942 11 0,979
Hepatitis 19 0,834 9 0,861
Spambase 57 0,999 34 0,999
Madellon 500 0,543 461 0,541

Cizelge 4.8’e gore, Spambase veri seti hari¢ biitlin veri setlerinde 6zniteliklerin se¢imi
yapilmadan once ve Oznitelik secimi yapildiktan sonra destek vektdr makineleri

algoritmasi ile smiflandirma sonuglar1 karsilastirildiginda 6znitelik segilmesi sonrasi
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daha iyi dogruluk oranlar1 elde edilmistir. 6 veri seti i¢in %2,9 iyilesme gorilmiistiir.
Spambase veri setinde iyilesme veya kotiilesme goziikmemistir. Madellon veri setinde
461 oOznitelik secildiginde ise dogruluk oranit miktar1 0,02 kotiilesir. Kotiilesme orani

%0,37°dir.

Basar1 Olgiitii F-puani segilerek algoritma c¢alistirilmistir. Destek vektor makineleri

algoritmasi 5 defa galistirilmis, F-puani degerlerinin ortalamasit alinmastir.

Cizelge 4.9. Destek vektor makineleri algoritmasi F-puani sonuglari

Veri Seti Toplam Biitiin ACOile F puam

Oznitelik  Oznitelikler Secilen

Sayis1  Secildiginde Oznitelik

F puani Sayisi
WDBC 30 0,955 25 0,972
Dermatology 34 0,960 19 0,975
lonosphere 34 0,907 31 0,927
Arrhythmia 279 0,673 241 0,690
Wine 13 0,976 12 0,980
Hepatitis 19 0,874 12 0,923
Spambase 57 0,999 34 0,999
Madellon 500 0,543 461 0,549

Cizelge 4.9’a gore, Spambase veri seti hari¢ biitiin veri setlerinde 0zniteliklerin se¢imi
yapilmadan o6nce ve Oznitelik secimi yapildiktan sonra destek vektor makineleri
algoritmasi ile smiflandirma sonuglar1 karsilastirildiginda 6znitelik segilmesi sonrasi
daha iyi F-puani elde edilmistir. 7 veri seti i¢in ortalama %2 iyilesme goriilmiistiir.
Spambase veri setinde iyilesme veya kotiilesme olmamistir. 6 veri seti i¢in %2 iyilesme

goriilmiistiir. Spambase veri setinde iyilesme veya kdtiilesme gozitkmemistir.

Veri setleri igin k-kat ¢apraz dogrulama yapilmistir. k 10 se¢ilmistir. Her veri seti i¢in
Oznitelik degisiminde destek vektdr makineleri algoritmasi ¢alistirilmis. Siniflandirma

metrigi olarak dogruluk orani kullanilmustir.
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Cizelge 4.10. Destek vektor makineleri algoritmasi ¢apraz dogrulama sonuglari

Veri Seti Toplam Biitiin ACO ile Dogruluk
Oznitelik  Oznitelikler Secilen Oram

Sayis1  Secildiginde Oznitelik

Dogruluk Sayisi

Oram

WDBC 30 0,949 25 0,960
Dermatology 34 0,956 20 0,980
lonosphere 34 0,871 26 0,888
Arrhythmia 279 0,640 132 0,654
Wine 13 0,982 12 0,988
Hepatitis 19 0,864 11 0,857
Spambase 57 0,999 34 0,999
Madellon 500 0,560 440 0,573

Cizelge 4.10’a gore, Spambase veri seti harig biitiin veri setlerinde 6zniteliklerin se¢imi
yapilmadan Once ve Oznitelik secimi yapildiktan sonra destek vektor makineleri
algoritmasi ile siniflandirma sonuglar1 karsilastirildiginda 6znitelik segilmesi sonrasi
daha iyi dogruluk oranlar1 elde edilmistir. 7 veri seti i¢in ortalama %1 iyilesme
goriilmiistlir. Spambase veri setinde 34 Oznitelik secildiginde ise dogruluk orani miktar1

0,001 kotilesir. Kotiilesme oran1 %0, 1°dir.

Veri setleri 10 kat ¢apraz dogrulama ile analiz edildigi zaman Dermatology, lonospher,
Wine ve Madellon veri setlerinde 2/3 egitim seti analizine gore daha iyi dogruluk oranlar1
vermistir. lonospher ve Wine veri setlerinde 10 kat ¢apraz dogrulama, 2/3 egitim setine

gore daha fazla 6znitelik se¢mistir. (bkz Cizelge 4.8 ve Cizelge 4.10)

4.5 K En Yakin Komsuluk Ve Destek Vektor Makinelerin Karsilastirmasi

Bu béliimde, kullanilan smniflandirma yontemleri karsilastirilmistir. Daha 6nce verilen

capraz dogrulama ve F-puani sonuglar1 kullanilmistir.
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Cizelge 4.11 K en yakin komsuluk ve destek vektore makineleri F-puani karsilastirmasi

Veri Seti ACO ile KNN ACOQO ile SVM
Secilen F-puam Secilen  F-puam

Oznitelik Oznitelik

Sayisi Sayisi
WDBC 25 0,947 25 0,972
Dermatology 23 0,953 19 0,975
lonosphere 4 0,897 31 0,927
Arrhythmia 233 0,659 241 0,690
Wine 8 0,942 12 0,980
Hepatitis 3 0,887 12 0,923
Spambase 34 0,996 34 0,999
Madellon 441 0,721 461 0,549

Cizelge 4.11°e gore, destek vektor makineleri Madellon veri seti haricinde daha iyi F-
puani elde edilmistir. 7 veri seti i¢in ortalama %2.95 iyilesme goriilmiistiir. Madellon veri
setinde K en yakin komsuluk algoritmasi kullanildiginda %31 iyilesme goriilmiistiir.
Destek vektor makineleri, biitliin veri setlerinde %0,18 daha basarilidir. Ionosphere,
Arrhythmia, Wine ve Hepatitis veri setlerinde 6znitelik sayis1 daha fazladir. Spambase ve

WDBC veri setlerinde 6znitelik sayis1 aynidir.

Cizelge 4.12. K en yakin komsuluk ve destek vektore makineleri gapraz dogrulama
dogruluk oranlar1 karsilastirmasi

Veri Seti ACO ile KNN ACO ile SVM
Secilen Dogruluk Secilen Dogruluk
Oznitelik Oram Oznitelik Orani

Sayisi Sayisi
WDBC 27 0,942 25 0,960
Dermatology 23 0,967 20 0,980
lonosphere 3 0,869 26 0,888
Arrhythmia 129 0,638 132 0,654
Wine 8 0,943 12 0,988
Hepatitis 4 0,818 11 0,857
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Cizelge 4.12. K en yakin komsuluk ve destek vektdre makineleri ¢apraz dogrulama
dogruluk oranlar1 karsilastirmasi (devam)

Spambase 34 0,998 34 0,999
Madellon 497 0,733 440 0,573

Cizelge 4.12°ye gore, destek vektdor makineleri WDBC, Dermatology, lonosphere,
Arrhythmia, Wine, Hepatitis ve Spambase veri setlerinde daha iyi dogruluk oranlari elde
edilmistir. 7 veri seti i¢cin ortalama %2.44 iyilesme goriilmiistiir. Madellon veri setinde K
en yakin komsuluk algoritmas: kullanildiginda %28 iyilesme goriilmiistiir. K en yakin
komsuluk, biitiin veri setlerinde %0,13 daha basarilidir. Destek vektor makinelerinde
Ionosphere, Arrhythmia, Wine ve Hepatitis veri setlerinde 6znitelik sayist daha fazladir.

Spambase veri setinde 6znitelik sayilar1 aynidir.

Ek 1’de yer alan rassal veri kiimesi ile smiflandirma yontemleri karar smirlart Sekil 4.3

gosterilmistir.
KNN karar sinirlari SVM karar sinirlari
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Sekil 4.3. K en yakin komsuluk algoritmas1 ve destek vektdr makineleri rassal veri kiimesi
smiflandirma sonucu karar smirlar1

Sekil 4.3’te goriilebilecegi gibi, K en yakin komsuluk karar sinirlar1 komsu degerlerden
etkilendigi i¢in girintili karar smirlar1 elde edilmistir. Destek vektore makineleri ¢ekirdek

fonksiyonu dogrusal secildigi icin dogrusal karar sinirlar1 elde edilmistir.

37



5. SONUC

Bu tez ¢aligmasinda, 6znitelik se¢im problemlerinde yiiksek dogruluk orani verebilecek
Oznitelik kiimesi bulabilmek i¢in karmca koloni algoritmasina dayali hibrit bir yaklagim

onerilmistir.

Secilen Oznitelikleri degerlendirmek igin destek vektor makineleri ve K en yakin
komsuluk algoritmalar1 kullanilmistir. Smiflandirma metrikleri dogruluk orani ve F-puani

secilmistir. Farkli egitim/test kiimeleri ile sonuglar elde edilmis degerlendirilmistir.

Onerilen yaklagimi dogrulamak i¢in tez kapsaminda 6nerilen yontem ile literatiirdeki
UFSACO yontemi karsilastirilmig, kullanilan 8 veri setinin 4 adedinde daha yiiksek
dogruluk oranlari elde edilmistir. [laveten ve bilinen tek degiskenli filtreleme yontemleri

olan RSM ve MC algoritmalar1 ile de yontem karsilastirilmastir.
Sonuglar baz alinarak onerilen yontem 6znitelik se¢imi problemlerinde kullanilabilir.

Zaman kisit1 olmadiginda karinca koloni algoritmasinda karmca ve iterasyon sayisi
artirarak daha iyi rotalar elde edilebilir. Oznitelik secimi frekans siras1 yerine ayni frekans
degerine sahip Ozniteliklerin rassal se¢imi ile birden fazla Gznitelik alt kiimesi elde
edilerek topluluk 6grenimi yapilirsa daha iyi tahmin degerleri elde edilebilir. Onerilen
yontemin basaris1 siiflandirma yontemlerine gore degistigi icin, gelecek ¢alismalarda tez
kapsaminda degerlendirilmemis olan daha gelismis smiflandirma teknikleri ile de
sonuglar degerlendirilebilir. Karinca koloni algoritmasinda kullanilan 6znitelikler arasi
sezgisel uzaklik hesaplama yontemi, algoritmanin basarismni biiyiik 6l¢iide etkiledigi i¢in
Oznitelik aras1 Oriintiileri daha iyi yakalayabilecek metotlar ile de caliymalar yapilabilir.
Sonraki caligmalarda ilaveten, hibrit yaklasim yerine gomiilii yontem kullanilarak karmca
koloni algoritmasi ile smiflandirma algoritmalar1 arasinda karsilikli bilgi aligverisi
yapilirsa Karincalarin rota se¢iminin siniflandirma sonuglari ile degerlendirerek daha iyi

rotalar elde edilebilmesi saglanabilir.

38



KAYNAKLAR

Aghdam, M. H., Ghasem-Aghaee, N., ve Basiri, M. E. 2009. h Expert Systems with
Applications, 36(3), 6843-6853. doi: 10.1016/j.eswa.2008.08.022

Alanazi, M. A., Siraj, M. M., ve Ghaleb, F. A. 2021. Hybrid Feature Selection by
Combining Wrapper and Filter Methods for Malware Detection. In 2021 International
Conference on Data Science and Its Applications (ICoDSA) (pp. 233-239). IEEE. doi:
10.1109/icodsa53588.2021.9617521

Al-Ani, A. 2005. Ant Colony Optimization for Feature Subset Selection. In WEC (2) (pp.
35-38).

Ali, S. 1., ve Shahzad, W. 2012, October. A feature subset selection method based on
symmetric uncertainty and ant colony optimization. In 2012 International Conference on
Emerging Technologies (pp. 1-6). IEEE. doi: 10.1109/ICET.2012.6375420

Bindu, M. G., ve Sabu, M. K. 2020. A Hybrid Feature Selection Approach Using
Artificial Bee Colony and Genetic Algorithm. In 2020 Advanced Computing and
Communication Technologies for High Performance Applications (ACCTHPA) (pp. 211-
216). IEEE. doi: 10.1109/ACCTHPA49271.2020.9213197

Boser, B. E., Guyon, I. M., ve Vapnik, V. N. 1992, July. A training algorithm for optimal
margin classifiers. In Proceedings of the fifth annual workshop on Computational
learning theory (pp. 144-152). doi: 10.1145/130385.130401

Cover, T., ve Hart, P. 1967. Nearest neighbor pattern classification. IEEE transactions on
information theory, 13(1), 21-27. doi: 10.1109/TIT.1967.1053964

Cover, T. M., ve Thomas, J. A. 2006. Elements of Information Theory,(2nd edn, 2006).
doi: 10.1002/047174882X

Deneubourg, J. L., Aron, S., Goss, S., ve Pasteels, J. M. 1990. The self-organizing
exploratory pattern of the argentine ant. Journal of Insect Behavior, 3(2), 159-168. doi:
10.1007/BF01417909

Deriche, M. 2009. Feature selection using ant colony optimization. In 2009 6th
International Multi-Conference on Systems, Signals and Devices (pp. 1-4). IEEE. doi:
10.1109/SSD.2009.4956825

Dorigo, M. 1992. Optimization, Learning and Natural Algorithms. (Doktora Tezi). Italy.

Dorigo, M., Birattari, M., ve Stutzle, T. 2006. Ant colony optimization. IEEE
computational intelligence magazine, 1(4), 28-39. doi: 10.1109/MCI.2006.329691

Dua, D. ve Graff, C. 2019. UCI Machine Learning Repository. University of California,
School of Information and Computer Science, Irvine, CA. Erisim adresi:
http://archive.ics.uci.edu/ml

39


https://doi.org/10.1016/j.eswa.2008.08.022
https://doi.org/10.1109/icodsa53588.2021.9617521
https://doi.org/10.1109/icodsa53588.2021.9617521

Eroglu, D. Y., ve Kilic, K. 2017. A novel Hybrid Genetic Local Search Algorithm for
feature selection and weighting with an application in strategic decision making in
innovation management. Information Sciences, 405, 18-32. doi:
10.1016/j.ins.2017.04.009

Fahrudin, T. M., Syarif, I., ve Barakbah, A. R. 2016. Ant colony algorithm for feature
selection on microarray datasets. In 2016 International Electronics Symposium (IES) (pp.
351-356). IEEE. doi: 10.1109/ELECSYM.2016.7861030

Fix, E. and Hodges, J.L. 1951 Discriminatory Analysis, Nonparametric Discrimination:
Consistency Properties. Technical Report 4, USAF School of Aviation Medicine,
Randolph Field.

Gheyas, I. A., ve Smith, L. S. 2010. Feature subset selection in large dimensionality
domains. Pattern recognition, 43(1), 5-13. doi: 10.1016/j.patcog.2009.06.009

Hamed, T., Dara, R., ve Kremer, S. C. 2014. An accurate, fast embedded feature selection
for SVMs. In 2014 13th International Conference on Machine Learning and Applications
(pp. 135-140). IEEE. doi: 10.1109/ICMLA.2014.104

He, X., Cai, D., ve Niyogi, P. 2005. Laplacian score for feature selection. Advances in
neural information processing systems, 18. (pp. 507-514). Erisim adresi:
https://papers.nips.cc/paper/2005/file/b5b03f06271f8917685d14cea7c6c50a-Paper.pdf

Jensen R. 2005. Combining rough and fuzzy sets for featuer selection (Doktora Tezi).
Erisim adres: https://users.aber.ac.uk/rkj/PhDthesis.pdf

Jiménez-Cordero, A., Morales, J. M., ve Pineda, S. 2021. A novel embedded min-max
approach for feature selection in nonlinear Support Vector Machine classification.
European  Journal  of  Operational  Research,  293(1), 24-35. doi:
10.1016/j.ejor.2020.12.009

Kanan, H. R., ve Faez, K. 2008. An improved feature selection method based on ant
colony optimization (ACO) evaluated on face recognition system. Applied Mathematics
and Computation, 205(2), 716-725. doi: 10.1016/j.ame.2008.05.115

Kashef, S., ve Nezamabadi-pour, H. 2015. An advanced ACO algorithm for feature subset
selection. Neurocomputing, 147, 271-279. doi: 10.1016/j.neucom.2014.06.067

Liu, H., ve Yu, L. 2005. Toward integrating feature selection algorithms for classification
and clustering. IEEE Transactions on knowledge and data engineering, 17(4), 491-502.
doi: 10.1109/TKDE.2005.66

Maldonado, S., ve Lopez, J. 2018. Dealing with high-dimensional class-imbalanced
datasets: Embedded feature selection for SVM classification. Applied Soft Computing,
67, 94-105. doi: 10.1016/j.as0c¢.2018.02.051

Malini Devi, G., Seetha, M., ve Sunitha, K. V. 2016. A Novel K-Nearest Neighbor
Technique for Data Clustering using Swarm Optimization. International Journal of
Geoinformatics, 12(1). 75-82. doi: 10.52939/ijg.v12i1.935

Manosij, G., Ritam, G., Sarkar, R., ve Abraham, A. 2020. A wrapper-filter feature
selection technique based on ant colony optimization. Neural Computing & Applications,
32(12), 7839-7857. doi: 10.1007/s00521-019-04171-3

40


https://papers.nips.cc/paper/2005/file/b5b03f06271f8917685d14cea7c6c50a-Paper.pdf
https://users.aber.ac.uk/rkj/PhDthesis.pdf

Metlek, S., ve Kayaalp, K. 2020. Makine 6grenmesinde, teoriden Ornek matlab
uygulamalarina kadar destek vektér makineleri (p. 100). Erisim adresi:
https://iksadyayinevi.com/wp-content/uploads/2020/12/MAKINE-OGRENMESINDE-
TEORIDEN-ORNEK-MATLAB-UYGULAMALARINA-KADAR-DESTEK-
VEKTOR-MAKINELERI.pdf

Min, H., ve Fangfang, W. 2010. Filter-wrapper hybrid method on feature selection. In
2010 Second WRI Global Congress on Intelligent Systems (Vol. 3, pp. 98-101). IEEE.
doi: 10.1109/GCIS.2010.235

Mohammed, S. K., Deeba, F., Bui, F. M., ve Wahid, K. A. 2016. Feature selection using
modified ant colony optimization for wireless capsule endoscopy. In 2016 IEEE 7th
Annual Ubiquitous Computing, Electronics & Mobile Communication Conference
(UEMCON) (pp. 1-4). IEEE. doi: 10.1109/UEMCON.2016.7777925

Nagarajan, G., ve Babu, L. D. 2021. A hybrid feature selection model based on improved
squirrel search algorithm and rank aggregation using fuzzy techniques for biomedical
data classification. Network Modeling Analysis in Health Informatics and Bioinformatics,
10(1), 1-29. doi: 10.1007/s13721-021-00313-7

Naser, M. Z., ve Alavi, A. H. 2021. Error Metrics and Performance Fitness Indicators for
Artificial Intelligence and Machine Learning in Engineering and Sciences. Architecture,
Structures and Construction, 1-19. doi: 10.1007/s44150-021-00015-8

Palma-Mendoza, R. J., de-Marcos, L., Rodriguez, D., ve Alonso-Betanzos, A. 2019.
Distributed correlation-based feature selection in spark. Information Sciences, 496, 287-
299. doi: 10.1016/}.ins.2018.10.052

Paniri, M., Dowlatshahi, M. B., ve Nezamabadi-pour, H. 2020. MLACO: A multi-label
feature selection algorithm based on ant colony optimization. Knowledge-Based Systems,
192, 105285. doi: 10.1016/j.knosys.2019.105285

Rostami, M., Berahmand, K., Nasiri, E., ve Forouzande, S. 2021. Review of swarm
intelligence-based feature selection methods. Engineering Applications of Artificial
Intelligence, 100, 104210. doi: 10.1016/j.engappai.2021.104210

Russell, S. J., Norvig, P., ve Davis, E. 2010. Artificial intelligence: a modern
approach. 3rd ed. Upper Saddle River, NJ: Prentice Hall. Erisim adresi:
https://cs.calvin.edu/courses/cs/344/kvlinden/resources/ AIMA-3rd-edition.pdf

Sarac, E. ve Ozel, S. A. 2014. An ant colony optimization based feature selection for web
page classification. The Scientific World Journal, 2014. doi: 10.1155/2014/649260

Shanab, A. A., Khoshgoftaar, T. M., ve Wald, R. 2014. Evaluation of wrapper-based
feature selection using hard, moderate, and easy bioinformatics data. In 2014 IEEE
International Conference on Bioinformatics and Bioengineering (pp. 149-155). IEEE.
doi: 10.1109/BIBE.2014.62

Shunmugapriya, P., ve Kanmani, S. 2017. A hybrid algorithm using ant and bee colony
optimization for feature selection and classification (AC-ABC Hybrid). Swarm and
Evolutionary Computation, 36, 27-36. doi: 10.1016/j.swev0.2017.04.002

41


https://cs.calvin.edu/courses/cs/344/kvlinden/resources/AIMA-3rd-edition.pdf

Sivagaminathan, R. K., & Ramakrishnan, S. 2007. A hybrid approach for feature subset
selection using neural networks and ant colony optimization. Expert systems with
applications, 33(1), 49-60. doi: 10.1016/j.eswa.2006.04.010

Tabakhi, S., Moradi, P., ve Akhlaghian, F. 2014. An unsupervised feature selection
algorithm based on ant colony optimization. Engineering Applications of Artificial
Intelligence, 32, 112-123. doi: 10.1016.j.engappai.2014.03.007

Unler, A., Murat, A., ve Chinnam, R. B. 2011. mr2PSO: A maximum relevance minimum
redundancy feature selection method based on swarm intelligence for support vector
machine  classification.  Information  Sciences, 181(20), 4625-4641. doi:
10.1016/j.ins.2010.05.037

Wald, R., Khoshgoftaar, T. M., ve Napolitano, A. 2013, November. Should the Same
Learners Be Used Both within Wrapper Feature Selection and for Building Classification
Models?. In 2013 IEEE 25th International Conference on Tools with Artificial
Intelligence (pp. 439-445). IEEE. doi: 10.1109/ICTAL.2013.72

Yan, H., ve Yang, J. 2015. Sparse discriminative feature selection. Pattern Recognition,
48(5), 1827-1835. doi: 10.1016/j.patcog.2014.10.021

Yang, J., Awan, A. J., ve Vall-Llosera, G. 2019. Support Vector Machines on Noisy
Intermediate Scale Quantum Computers. Erisim adresi: http://arxiv.org/abs/1909.11988

You, M., Liu, J., Li, G. Z., & Chen, Y. 2012. Embedded feature selection for multi-label
classification of music emotions. International Journal of Computational Intelligence
Systems, 5(4), 668-678. doi: 10.1080/18756891.2012.718113

42


http://arxiv.org/abs/1909.11988

EKLER

EK 1 Rassal Veri Seti

43



EK 1 Rassal Veri Seti

Oznitelik 1 | Oznitelik 2 | Simf
8 5 1
9 4 1
8 3 1

10 5 1
9 5 1
5 5 1
9 4 1
6 3 1
6 4 1
5 5 1

10 13 2

16 15 2

11 15 2

10 7 2

18 7 2

15 10 2

13 15 2

16 6 2

13 7 2

11 7 2

22 13 3

20 23 3

22 25 3

22 25 3

17 22 3

24 20 3

16 14 3

24 19 3

22 19 3

17 17 3

44



OZGECMIS

Adi1 Soyadi : Umut AKCAN
Dogum Yeri ve Tarihi : 1NEGOL 07.09.1994
Yabanci Dil : Ingilizce
Egitim Durumu
Lise : Inegél Turgutalp Anadolu Lisesi, 2012
Lisans : Eskisehir Osmangazi Universitesi — Endiistri
Miihendisligi, 2016
Yiiksek Lisans : Bursa Uludag Universitesi — Endiistri Miihendisligi, 2022
Calistig1 Kurum/Kurumlar -
[letisim (e-posta) : umutakcan656 @gmail.com
Yaymlar1

45



