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OZET

Yiiksek Lisans Tezi

DENGESIZ VERI SETLERINDE SINIFLANDIRMA PROBLEMLERININ
COZUMUNDE MELEZ YONTEM UYGULAMASI

Mestan Sahin PIR

Bursa Uludag Universitesi Fen
Bilimleri Enstitiisi
Endiistri Miihendisligi
Anabilim Dali

Damisman: Dog. Dr. Duygu YILMAZ EROGLU

Gilintimiizde veri toplama teknolojilerinde yasanan gelismeler ile veriye bagli karar destek
yontemlerine olan ilgi ve dolayisiyla veri madenciligine ilgi artti. Bu ilgi beraberinde
farkli veri tiirlerinde veri madenciligi calismalarinin yapilmasini sagladi. Giiniimiizde
numerik ve kategorik verilerin yaninda, goriintii tanima, ses tanima ve metin madenciligi
gibi alanlarda yapilan g¢alismalar ile ¢ok sayida bilimsel ve gergek hayat calismasi
gerceklesti. Biyomedikal bilisim, 6riintii tanima, dolandiricilik algilama, dogal dil isleme,
tibbi teshis, yliz tanima, metin siniflandirma, ariza teshis, anomali tespiti gibi baslica
gercek hayat uygulama alanlarinin yaninda, otomom araglar, Endiistri 4.0, insansiz hava
araclar gibi yeni teknolijilerde de ¢alismalarin sayis1 artti. Bu ¢alismalarin bir kisminda
veri setlerinin dengesiz olmasi, diger bir deyisle bir sinif etiketinin belirgin oranda diger
sinif/siniflara baskin olmast durumu ile karsilagilmistir. Bu durumda simiflandiricilar
cogunluk smifint dogru tahmin ettigi halde, azinlik verilerinde dogru tahminde
bulunamamaktadir. Bu da kalite kontrol, tibbi teshis gibi calisma alanlarinda ciddi
sorunlara yol agmaktadir.

Calisma kapsaminda oOnerilen melez yontem ile dengesiz verilerde smiflandirma
problemine ¢éziim Onerilmistir. Amag¢ dengesiz verilerde, asir1 érneklemenin yol agtigi
asirt uyum sorunun ve ornek azaltmanin yol agtig1 degerli veri kaybinin 6niine gecilmesi
ve basarili siniflandirma sonucu almaktir.

Ik olarak dengesiz verinin siniflandirilmas: ile ilgili yapilan galismalar incelendi.
Sonrasinda yapilan bu ¢aligmalarin avantaj ve dezavantajlarindan yararlanan yeni bir
yontem Onerildi. Melez Yontemin uygulandigi 8 veri seti farkli tip siniflandiricilar ile
simiflandirmis, sonuglar dengesiz veri siniflandirma problemlerinde sikga kullanilan
SMOTE yontemi ile dengelenmis veri setinin sonuglari ile karsilagtirilmigtir. Alinan
sonuclar 6nerilen yontemin bagarisin1 dogrulamistir. Gergek hayat verilerinde giris kalite
ve proses parametrelerinin iplik kopuslarinin tahmininde kullanilmasi ile yiliksek dogru
tahmin orani ile ipliklerin dokumaya girmesini engelleyebilecek bir karar destek sistemi
sunmustur.

Anahtar Kelimeler: Veri Madenciligi, Dengesiz Veri Setleri, Siniflandirma, Karar
Destek Sistemleri

2022, vi + 47 sayfa.



ABSTRACT
MSc Thesis

HYBRID METHOD APPLICATION TO SOLVE CLASSIFICATION PROBLEMS IN
IMBALANCED DATASETS

Mestan Sahin PIR

Bursa Uludag University
Graduate School of Natural and Applied
Sciences Department of Industrial
Engineering

Supervisor: Assoc. Prof. Dr. Duygu YILMAZ EROGLU

Today, the improvements of collecting data technologies and decisions depending on the
data-based consequently increased the interest of data mining recently. This interest lead
to studies in different data types. These days, besides of numeric and categorical data,
visual recognition, voice recognition, text mining etc. has developed many real life and
science study. In addition to the main real-life application areas such as biomedical
informatics, pattern recognition, fraud detection, natural language processing, medical
diagnosis, face recognition, text classification, fault diagnosis, anomaly detection, the
number of studies in new technologies such as autonomous vehicles, Industry 4.0,
unmanned aerial vehicles it increased. In some of these studies, it was encountered that
the data sets were unbalanced, in other words, one class label was significantly dominant
over the other class/classes. In this case, although the classifiers predict the majority class
correctly but they cannot predict the minority class correctly. This makes serious problem
on quality check, medical diagnossis etc.

In this study, hybrid method proposed a solution the classification problem in imbalanced
datasets. The aim is to prevent the overfitting problem caused by oversampling and
valuable data loss caused by undersampling in imbalanced data, and to obtain successful
classification results.

Firstly, the studies on the classification of imbalanced data were examined. Then another
method was proposed considering all the studies advantages and disadvantages. Hybrid
method was applied to eight datasets, then these datasets were classified with different
types of classifiers, and the results were compared with the results of the balanced data
set with the SMOTE method, which is frequently used in imbalanced data classification
problems. The obtained results confirmed the success of the proposed method. By using
the input quality and process parameters in the real yarn data to predict yarn breaks, has
presented a decision support system that can prevent yarns from entering the weaving
with a high correct prediction rate.

Key words: Data Mining, Imbalanced Datasets, Classification, Decision Support
Systems

2022, vi + 47 pages.



ICINDEKILER

) Sayfa
(@72 2 TP TP TUPTOURRTPPTS I
ABSTRACT e i
KISALTMALAR DIZINT.....coooiiiiiiiiiiccseee e 1\
SEKILLER DIZINI.....cooiiiiiiiiieieeees ettt v
CIZELGELER DIZINT ...c.cooiiiiiiiiiiecee e Vi
L.GIRIS ettt bbbt 1
2. KAYNAK OZETLERI VE KURAMSAL TEMELLER.......cccoivivniniriniinnirererene, 3
2.1 DEeNQESIZ VI SELEIT ...c.veieeieee et 3
2.1. On ISIeme YONtEMICTI ......cvevieeeiceeeiee ettt ettt 4
2.1.1 OZNItEliK SECIMI ..vvvevverivrececieisestee ettt s sttt ettt esen ettt ss st s ettt en s sesateas 4
2.1.2 ASITT OINEKICIME ...ttt ettt s sttt se ettt esen sttt en s enees 5
2.1.3 OrNek AZAIMA ........oocviceeieeceeeeeeee ettt ea et s et ns et en et s e 9
2.2 Algoritma Dilizeyinde YONtEMICT .........ccovevuiiiiiiiiiiiicieesiesee e 11
2.2.1 AlOrItMIiK YONEIMIET. .. .eiviiiiiitie ittt sttt st sbeesnbeebe e 11
2.2.2 Maliyet tabanlt YONTEMIET .........civeviiiiieriisiesie et 13
PR\ (< (7 A €311 153 13 (S RSP RPN 14
2.4 Performans MELHKIET .........cuoiiieie e 17
3. MATERYAL Ve YONTEM.....oiuiiiiiiiiiiiirisinsinsiessssssisssssssssis s sssssessnes 21
3.1 Kullantlan Veri SEEIETT ......cc.cviiiiiiiiie e 21
3.2 Kullanilan Yazilim ve Paketler ... 23
3.3 Karsilastirmada Kullanilan Algoritmalar............ccocoveiiiiiniiiiiiicieeee e 23
3.3.1 K-en yakin komsu algoritmast (KININ).........ccoiiiiiiiiiiieese e 23
3.3.2 Rastgele orman algoritmast (RF) ........cccooiiiiiiiiiice e 24
3.3.3 Destek vektor makineleri algoritmast (SVM) .....ccccveiiiiiiiiiiieine e 25
3.3.4 Yapay sinir aglar1 algoritmast (YSA) ...ecoiiirieiirieeneeiene e 27
3.4 Vermi Hazirlama ........o.veiiiiieiiee ettt 29
3.5 Egitim — Test VErist AYIIMA ......cccooviiiiiiiieieiie e 30
3.6 Melez Asir1 Ornekleme ve Alt Ornekleme YOntemi .........oovvveveveveeeeeeeveieisesseennn, 31
A, BULGULAR ..ottt ettt ettt et e ne e e 35
5. SONUC ..ttt sttt a ekt eea bt e e bt e ar b e e bt e erbe e Rt e anbe e nte e nre e nneeanes 40
KAYNAKLAR ettt sttt nae e e beesbneane e 42
OZGECMIS oottt ettt ettt sttt en s et et es s en e teas 47



Kisaltmalar
ADASYN

AUC
DBSCAN

FNR
FPR
FPR
KNN
MCC
RF
ROSE
SIMO

SLS

SMOTE

SVM
TNR
TNR
TPR
TPR
YSA

KISALTMALAR DIZINi

Aciklama

Adaptive Synthetic Sampling Method for Imbalanced Data
(Dengesiz Veriler i¢in Uyarlanabilir Sentetik Ornekleme Y 6ntemi)
Area under the ROC Curve (ROC Egrisinin Altindaki Alan)
Density-based spatial clustering of applications with noise
(Gtiriiltilii Uygulamalarin Yogunluga Dayali Uzamsal
Kiimelenmesi)

Pozitif Sinifa Ait Yanlis Siniflandirilmis Ornek Orani

Negatif Sinifa Ait Yanlis Siniflandirilmis Ornek Orani

Yanlis Pozitif Orani

K-Nearest Neighbors (K-En Yakin Komsu)

Matthews Correlation Coefficient (Matthews Korelasyon Katsayisi)
Random Forests Algoritmasi

Random Over Sampling (Rastgele Asir1 Ornekleme)

A synthetic Informative Minority Over-Sampling (Sentetik
Bilgilendirici Azinlik Asir1 Ornekleme)

Safe Level Smote (Giivenli Bolge Sentetik Azmlik Asirt Ornekleme
Teknigi)

Synthetic Minority Oversampling Technique (Sentetik Azinlik Asirt
Ornekleme Teknigi)

Support Vector Machines (Destek Vektor Makineleri)

Negatif Smifa Ait Dogru Siniflandirilmis Ornekler Sayist

Gergek Negatif Oran

Pozitif Sinifa Ait Dogru Smiflandiriimis Ornekler Sayist

Gergek Negatif Orant

Yapay Sinir Aglar



Sekil 2.1.
Sekil 2.2.
Sekil 2.3.
Sekil 2.4.
Sekil 2.5.
Sekil 2.6.
Sekil 2.7.
Sekil 3.1.
Sekil 3.2.
Sekil 3.3.
Sekil 3.4.
Sekil 3.5.
Sekil 3.6.

SEKILLER DiZiNIi

Sayfa
Dengesiz Veriler i¢in Smiflandirma Yaklasimlart ..........ccoveveveveveverevenenenenenennns 4
OZNItEIK SEGIMI 1.v.vovivecveveieiee et eeete ettt eee et en st s s s et s 5
As1r1 Ornekleme GOSLETIM ........c.vvviveeieiereesieeetes st ee ettt en s 6
Ornek Azaltma GOSIETIMI .......ceevevevreececeeteseseeceeteee s s eeee et eseneseetesssesenseaesesans 9
Torbalama AlZOTITMAST .....vviiiiiiiiiiie it 13
Dengesiz Veri Siniflandirmasi igin Olas1 Melez Kombinasyonlar................. 15
YN O[O €5 [ L PRSPPI 20
RANAOM FOTEST ..o s 25
Dogrusal Olarak Ayrilabilen SVM Karar Diizlemi .........cccccoceveiiieiiineiiinnns 26
Biyolojik Sinir Hiicresi ve Yapay Sinit AZL.....cccccvviiiiiiiniiniieiienecnee 28
Yapay Sinit HUCTESI....cvviiiiiiiiiieiii 28
Melez Yontem AdIMIArt .........ccoveiiiieiiir i 32
Melez Yontem AKIS SEMAST ....uueiiiiiiiiec it earee e 34



CiZELGELER DIZINi

Sayfa
Cizelge 2.1. KarmasikKlik MatriSi .......ccoveiiieiiiiiiic e 17
Cizelge 2.2. Performans Metrikleri Hesaplamalart............cccoveiiiiiiiiiiiciceee 19
Cizelge 3.1. VEIT SEHETT ..cveevicee et e e 22
Cizelge 3.2. Kullanilan Algoritmalar ve Parametreler .............cccooveiiiiiiiiiiiiiicniee 23
Cizelge 4.1. Karsilastirmali Siniflandirma Sonuglart .........cccceveviiiiiiiiieniieee e 37
Cizelge 4.2. SIMO ve Onerilen Melez Yontem Karsilagtirmas! ............cocvevevevcerenennns 38
Cizelge 4.3. RusAda ve Onerilen Melez Yontem Karsilastirmast ..........cooevevevevevennnae. 39

Vi



1.GIRIS

Son yillarda gelisen veri toplama teknolojileri ve diisen maliyetler ile veri madenciligine
olan ilgi ve kullanim alani artti. Biyomedikal bilisim, oriintii tanima, dolandiricilik
algilama, dogal dil isleme, tibbi teshis, yiiz tanima, metin simiflandirma, ariza teshis,

anomali tespiti gergek hayat uygulama alanlarina 6rnek gosterilebilir.

Veri setleri arasinda, nadir karsilagilan etiketlerin tespit edilmesinin hedeflendigi
problemlerin artmasi dengesiz veri setlerine olan egilimi arttirmustir. Veri setlerinin
dengesiz olarak tanimlanmasi i¢in bir sinir deger bulunmamaktadir. Dengesiz veri seti,
bazi siiflara ait gézlemlerin diger siniflara ait gdzlemlere gore fazla oldugu veri setidir.
Klasik simiflandiricilar bu veri setlerinde kullanilabilir sonuglar vermemektedirler.
Dengesiz veri setlerine odaklanan algoritmalarin temel amaci dogruluk oranini artirma ve

hata oranini azalmaktir.

Iki siniftan olusan, bir veri seti iizerinde analizler yapilirken, ilk sinifa ait 90 6rnek ve
ikinci sinifa ait 10 6rnek mevcut ise, siniflandiric tiim 6rnekleri ilk sinifa atadiginda dahi
dogruluk oraninda %90 degerini yakalayabilir. Oysa ikinci smifa ait hicbir veri sinifi
dogru tahmin edilmedi. Veri setinin bir {irlinlin tiretimine ait ret/onay durumunu verdigini
distintildiiglinde, miisteriye 10 adet tirlin hatali sekilde gonderilecektir. Bu da dengesiz
verilerin klasik smiflandiricilar ile ¢éziimlenmeden 6nce bazi farkli yaklasimlar ile
diizenlemesinin gerekliligini gostermektedir. Ayni1 zamanda dengesiz veri setleri i¢in
dogruluk oraninin yeterli degerlendirme 0Ol¢iitli olamayacagimnin diger degerlendirme

kriterlerinin de kullanilmas1 gerektigi de gdzlemlenebilir. (G-Ortalama, AUC, F-Olgiitii
gibi.)

Bu tez calismasinda veri egitim ve test verisi olarak ayrildiktan sonra, egitim verisine
oncelikle SVM uygulanarak karar sinirina uzak ¢ogunluk simif veriler veri setinden
cikarilacaktir. Sonrasinda indirgenmis veri setinde SLS (Safe Level Smote) yontemi
kullanilarak azinlik verilerin giivenli sinirda ¢ogaltilmasi saglanacaktir. Bu islem veri seti
dengeli hale gelinceye kadar devam edilecektir. Veri setinde sinif dagilimi %50 £+ 5
oldugunda veri setine dengeli denecektir. Yontemin daha once yaymlanan SIMO (A
Synthetic Informative Minority Over-Sampling) ile benzer olarak bilgi verici azinlik

smifi verileri ¢ogaltilirken, farkli olarak bilgi vermeyen cogunluk sinifi verileri veri



setinden ¢ikarmaktadir. Boylece SMOTE yonteminde rastlanan asiri uyum, Ornek
azaltmada rastlanan bilgi kaybindan kaginilmaya c¢alisilmaktadir. Sonrasinda
siniflandirma  algoritmalar1  uygulanarak smiflandirma bagarisinin  arttirilmasi
amaclanacaktir. Calismada gergek hayat verisi olarak, dokuma fabrikasinda dokumaya
girecek ipliklerin dokuma asamasinda kopup kopmayacagini 6nerilen melez yontem ile
tahmin edilmeye ¢alisilmigtir. Karmagiklik matrisi izerinden hem pozitif hem de negative
smif performansin1  dikkate almasi nedeniyle G-Ortalama olgiitii hesaplanarak

karsilastirmalar yapilacaktir.

Calismanin devaminda 2. boliimde dengesiz veri setleri tanimlanmis ve bunlari ele alma
yontemleri incelenmis, 3. boliimde performans metrikleri ve hesaplama yoOntemleri
aciklanmis, 4. boliimde 6nerilen metodoloji agiklanmig, 5. boliimde uygulama detaylari

anlatilmisg, 6. boliimde ise sonug ve 6nerilerde bulunulmustur.



2. KAYNAK OZETLERi VE KURAMSAL TEMELLER
2.1 Dengesiz Veri Setleri

Belirli bir smif i¢in bir veri kiimesindeki gozlem sayisi diger siniftan daha yiiksekse,
sinifin ¢ogunluk sinifi oldugu sdylenir. Diger bir deyisle, belirli bir sinif i¢in bir
veritabanindaki gozlem sayisi, ayni veritabanindaki diger siniftan daha azsa, sinifin
azinlik smifi oldugu sdylenir. Bu tiir veri setlerine dengesiz veri setleri ad1 verilir (Gong

ve Kim, 2017).

Dolandiricilik tespiti (kredi karti, telefon goriismeleri, sigorta), tibbi teshis, ag saldirt
tespiti, ariza izleme, kirlilik tespiti, biyomedikal, uzaktan algilama (kara mayini, su alt1
mayini) ve biyoinformatik gibi bir¢ok gercek diinya uygulamasinda dengesiz veri

problem ile karsilagilabilmektedir.

Sekil 2.1°de de gosterildigi gibi dengesiz verilerde siniflandirma probleminin ¢oziimii {ig

ana baglik altinda toplanmaktadir.

e Onisleme yontemleri (veri diizeyinde)
e Algoritma diizeyinde

e Melez yontemler
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Sekil 2.1. Dengesiz veriler i¢in siiflandirma yaklagimlar: (Kaur ve ark., 2019)

2.1. On isleme Yontemleri

2.1.1 Oznitelik se¢imi

Oznitelik bir veri seti igerisinde bulunan ve hedeflenen model ¢iktisinin olusturulmasini
saglayacak olan her bir kolon/siitundur. Oznitelik se¢imi ise, veri seti ierisinde en yararl
Oznitelikleri se¢me ve bulma stirecidir. Yiiksek boyutlu veri kiimelerinden ilgili
ozelliklerin veya Ozniteliklerin alt kiimesinin se¢ilmesi, siniflandiricinin performansini
yiikseltmeye yardimci olur (Kaur ve ark., 2019). Sekil 2.2.’de 6znitelik se¢im siireci

gosterilmistir.



Strateji Se¢imi

Alt Kiime Olustur
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Sekil 2.2. Oznitelik Secimi (Kaur ve ark., 2019)

Oznitelik segimi igin Yin ve digerleri (2013) tarafindan yapilan galismada iki yeni ydntem
onerilmistir. Ilk yontemde, toplu smiflar sézde alt smiflara ayrilmis ve ayristirilmis
verilerle 6zellikler degerlendirilmistir. Diger yontem ise, sinif bilgisi ile hesaplama
maliyetini igermeyen hellinger mesafesine dayali 6znitelik se¢imidir. Onerilen yaklagim,
gercek diinya verileri kullanilarak diger 6zellik se¢im yontemi ile karsilagtirilmistir. F-
oOl¢iisti ve AUC gibi degerlendirme 6lgiitlerinin sonuglarina dayanarak 6nerilen yontemin,

performansinin oldukga yiiksek oldugu kanitlanmaistir.

Korelasyon katsayisi, ki-kare, Odds orani, sinyal-giiriiltii korelasyon Katsayisi, bilgi
kazanimi, kurtarma, hizli ve kayan esik ile 6zellik degerlendirmesi olmak tizere sekiz
Oznitelik se¢cim yontemini analiz eden bir ¢aligma yapilmistir (Bazmara ve Jamali, 2012).
Sonucunda, veri kiimesindeki 6zelliklerin sayisina gore veri kiimesi i¢in hangi yontemin
uygun oldugunu kanitlanmis ve dengesiz veri seti i¢cin uygun Oznitelik se¢im modelini

se¢mek i¢in daha az zaman harcanmasi saglanmaistir.
2.1.2 Asir1 Ornekleme

Asirt ornekleme Sekil 2.3.’te gosterildigi gibi, azinlik sinifi verilerini ¢ogaltarak, sinif

dagiliminin esit hale getirilmesini amaglar.



Rasgele asir1 6rnkelme, azinlik sinifindan olan verierin rasgele segilerek ¢ogaltilmasi ve
orjinal veri setine eklenmesi ile yapilir. Bu yontem basittir ancak tam kopyalarin asir

uyuma yol acabilecegi one siiriilmiistiir (Barista ve ark., 2004).

Orijinal Veri Seti Final Veri Seti

Sekil 2.3. Asir1 6rnekleme gosterimi

En sik kullanilan asir1 6rnekleme yontemi ise SMOTE (Synthetic Minority Oversampling
Technique) yaklasimidir (Chawla ve ark., 2002). Bu yontemde rasgele drneklemeden
farkl1 olarak, mevcut azinlik veriler analiz ederek sentetik veriler olugturur. SMOTE, yeni
yapay Orneklerde orijinal Orneklerin dagilimini ger¢ekten yansitamaz. Bu nedenle
SMOTE tabanli yiiksek hizda ornekleme yontemlerini kullanirken, Orneklerin
dagiliminda hata olabilir ve siniflandiricinin dogrulugunu etkileyebilir. Bu durum,
olasiligr artirarak Orneklerin yanlis siniflandirilmasina neden olacaktir (Zheng ve ark.,

2015).

Bunkhumpornpat ve ark. (2009), SLS (Safe level SMOTE) adinda bir yontem
onermislerdir. En yakin komsu azinlik 6rnekleri kullanilarak giivenli seviye belirlenmis,
giivenli seviye bolgesinde ayni agirlik degerine sahip azinlik verilerini hat boyunca
dikkatli bir sekilde 6rneklemislerdir. SMOTE ve Borderline SMOTE den daha iyi sonug

aldiklarin1 ¢alismada kanitlamislardir.



He ve ark. (2008) ise, sentetik 6rnekler olusturmak yerine, azinlik sinifinin i¢indeki iki
smif arasindaki ornekleri olusturan ADASYN adinda yeni bir yontem Onermislerdir.
Azinhik simifi Ornekleri igin iretilen sentetik verilerin O0grenilmesi daha zordur.
Dolayisiyla ADASYN yontemi, azinlik 6rnek siniflart i¢in agirlikli dagilimi kullanir.
ADASYN, dengesizlik smif O6grenimini iki adimda gelistirir: birincisi, simf
dengesizliginin getirdigi onyargiy1 azaltmaktir. Ikincisi, siniflandirma karari sinirmi
karmasik Orneklere kaydirmaktir. Bu ikisi ise dinamik agirlik ayarlamalari ve

uyarlanabilir 6grenme prosediirii ile gergeklestirilir (Amin ve ark., 2016).

Rastgele karar ormanlari, siiflandiricilarin karar agaglarini iireten ve siiflandiricilarin
sonuglarini dogrulayan bir topluluk yontemi olan bir tekniktir (Ho, 1995). Ali ve ark.
(2012) tarafindan Onerilen yontem, torbalama fikrini ve rastgele Ozellik segimini
birlestirmektedir. Boliinmeyi belirlemek i¢in siniflandirma ve regresyon agaglari, rastgele
secilen giris degiskenleri arasinda bir yeniden Ornekleme yapar. Rastgele Ormanin
avantajlari, asir1 uyum probleminin {istesinden gelmesi, agaglarin budama ihtiyacini
ortadan kaldirmasi, degiskenin 6nemi ve dogrulugunun iiretmesi, aykiri veriler i¢in egitim

verilerinden daha az hassas olmasidir.

Fernandez-Navarro ve ark. (2011), dengesiz veri siniflandirmasini iki yontemle
aydinlatmak i¢in dinamik bir asir1 6rnekleme yontem ¢alismasinda radyal temel islevleri
sinir aglarmi azaltan memetik bir algoritmaya dahil etmislerdir. Bu yontemde, sinif
dengesizligi sorununu ¢dzmek icin iki asamada egitim verileri yeniden &rneklenir. Ilk
asama, bir asir1 Ornekleme teknigi kullanarak azinlik smifin1 arttirmaktan olusur.
Memetik algoritma, farkli asamalardaki verileri asir1 Orneklemekte ve minimum

duyarlilik sinifinin yeni modellerini saglamaktadir.

Saez ve ark. (2016), ¢ok sinifli dengesizlik sorunu ve sinif 6zelliklerinin analizi ile basa
¢ikmak i¢in bir yiiksek hizda ornekleme g¢alismasi yapmislardir. Bu calismada, her
siiftaki onemli drneklerin alt kiimelerini bulur ve her biri i¢in bagimsiz olarak yiiksek
hizda 6rnekleme ile bunlari ele alir. Bu metodoloji, ¢ok sinifli veri kiimelerindeki dort

farkli tiirde 6rnegi tespit etmektedir: giivenli, sinirda, nadir ve aykir1 degerler.

Diger bir ¢alismada da, dengesiz verileri 6grenmek icin rastgele otman teknigine dayali

iki yontem &nerilmistir (Chen ve ark., 2004). Ilk ydntem olan agirlikli random forest,



azinlik smifina ek agirliklar koymustur ve bdylece azinlik smifinin  yanls
siiflandirilmasma daha derin bir disiplin uygulanmustir. ikinci yéntem olan dengeli
rastgele orman ile, 6rnek azaltma ¢ogunluk smif yontemini ve toplu 6grenme fikrini
iliskilendirir, sinif dagilimini yapay olarak dagitir, boylece siiflar her agacta esit olarak

gosterilebilir.

Literatiirde, verilerden rastgele ilerlenerck sentetik 6rnekler olusturma yoluyla gesitli sinif
orneklerini dengelemek igin kullanilan “Rastgele Yiiriime Ustii Ornekleme” ¢alismasi
(Zhang ve Li, 2014) da yine dengesiz veri setlerini hedef alarak Onerildi. Yontem,
alternatif algoritmalarla onerilen yontemin, sentetik Ornekleri olusturmak igin

SMOTE’den aha az zaman harcadig1 dogrulanmaigtir.

SIMO olarak anilan yeni bir yontemde ise, egitim ve test verisi olarak ayrildiktan sonra
egirim verisi lizerine SVM uygulanarak siniflar arasi karar sinirlari belirlenir (Piri ve ark.,
2018). Cogunluk sinifina yakin azinlik degerleri Safe Level Smote yontemi ile gogaltilir.
Amag azinlik verisini ¢ogaltirken asir1 6grenmeden kaginmak i¢in sadece bilgi verici
azinlik verilerinin ¢ogaltilmasidir. Bu isleme veri dengeli hale gelene kadar devam edilir.
Sonrasinda SVM yo6ntemi ile siniflandirma yapilir. Calisma sonucu G-Ortalama 6l¢iitiine
gore degerlendirilmis, sik kullanilan SMOTE ve rastgele asir1 6rnekleme gibi yontemlere

kars1 basarili sonu¢ gostermistir.

Krawczyk ve ark. (2019) tarafindan onerilen ¢aligmada, ¢ok sinifli problemlere adanmis
yeni bir veri 6rnekleme algoritmasi olan ¢ok sinifli radyal tabanli yontem ile yiiksek hizda
ornekleme calismasi yapildi. Yalmizca azinlik sinifi 6zelliklerini kullanan mevcut ¢ok
smifli yiiksek hizda 6rnekleme yaklagimlarinin aksine, tiim siniflardan gelen bilgileri
dikkate alindi. Yapay 6rnek olusturma siireci, karsilikli sinif dagiliminin degerinin ¢ok
kiiciik oldugu alanlar1 kesfederek yonlendirilir. Bu sekilde, zor veri dagitimlariyla basa
cikabilen ve mevcut yontemlerin eksikliklerini hafifletebilen akilli bir yiliksek hizda
ornekleme prosediirii saglandi. Onerilen algoritmasinin kullanisliligi, kapsamli deneysel
calisma temelinde degerlendirilmis olup, sonuglar kapsamli bir istatistiksel analiz ile

desteklenmistir.



2.1.3 Ornek Azaltma

Ornek azaltma ¢ogunluk sinifina ait verilerin azaltilarak siif dengesinin saglanmasi

yontemidir. Sekil 2.4.”de 6rnek azaltma yontemi gorsellestirilmistir.

Orijinal Veri Seti Final Veri Seti

Sekil 2.4. Ornek azaltma gosterimi

Rasgele alt-6rnekleme yontemi, azinlik ve ¢ogunluk siniflar1 makul bir boyuta erisene
kadar ¢ogunluk sinifindan verileri rasgele kaldiran sezgisel olmayan bir yontemdir. Bu
veri azaltma islemi belki de siniflama ile ilgili yaral1 bilginin de atilmasina neden olabilir

(He ve ark., 2009).

Ornek azaltma i¢in 6nerilen diger bir yontemde ise, diizenlenen en yakin komsu kurali ve
komsuluk temizleme kurali kullanilmistir, ic yakin komsusunun en az ikisinden farkli
olan herhangi bir 6rnek kaldirilmistir. Bu fikre dayali olarak, yanlis siniflandirilan
cogunluk sinif 6rneklerini kaldirilir ve giiriiltii olarak kabul edilir. Bu arada, bir azinlik

sinift 6rnedi yanlis siniflandirilsa, onun ¢ogunluk sinifina ait komsular1 kaldirilir

(Laurikkala, 2001).

KNN algoritmasina dayali olarak alt 6rnekleme yontemi olarak dnerilen bir ¢caligmada
ise, verileri dengelemek i¢in, her bir smifin temel komsu sayisina gore Ornekler
kaldirlmistir (Beckmann ve ark., 2015). Onerilen algoritma 33 veri seti iizerinde test
edilmis ve 6 metot ile karsilastirilmistir. Diger yontemlerle karsilastirilan sonuglar, KNN

alt 6rnekleme yonteminin gegerliligi dogrulanmistir. Yontem, ayni zamanda, sinifin {ist



iiste binmesini engelleyerek karar yiizeyini temizleme islevi goriir ve giiriiltiilii verileri
temizler. Sonuglara gére, KNN az drnekleme yonteminin dengesiz verileri dengelemek

i¢in 1yi bir makine 6grenimi yaklagimi oldugunu kanitlamistir.

Tomek baglantilari, sinir ¢izgisini ve giiriiltiili verileri tanimlamak i¢in kullanilan alt
ornekleme yontemidir (Chawla, 2009). Tomek baglantilari, 6rnekleme yontemlerinin
iirettigi ortlismeyi ortadan kaldirmak i¢in kullanilan veri temizligi i¢in de kullanilir. Bagka
bir deyisle, tomek baglantilari, karsit siniflarin minimum mesafeli en yakin komsularinin
bir kombinasyonu olarak tanimlanir. Alt 6rnekleme yonteminde cogunluk sinifi drnekleri

kaldirilir (He ve ark., 2009).

Rao ve ark. (2012), sinif dengesizligi problemini ¢dzmek i¢in gorsellestirme kiimeleme
tekniklerinden biri olan OPTICS’i kullanan alt-6rnekleme yaklasimi ile ¢alisma
yapmislardir. Cogunluk sinifi OPTICS kiimeleme teknigini kullanarak alt 6rneklenir.
Cogunluk veri seti tizerinde farkli kiimeleri tanimlamak i¢in kiimeleme algoritmasi
uygulanir. OPTICS sonucu ¢ogunluk veri setindeki kiimelerin sayisini tanimlamak igin
kullanilir. Zayif veya aykir1 kiimeleri tanimlamak ve onlar1 ¢cogunluk alt kiimesinden
silmek gerekir. Silme isleminin miktar1 veri setinin benzersiz 6zelliklerine baglidir. Zay1f
veya aykirt kiimeleri ¢ikardiktan sonra yeni bir ¢ogunluk alt kiimesi olusur. Yeni
cogunluk alt kiimesi ve azinlik alt kiimesi yeni ve biiyiik bir olasilikla dengeli veri Seti
olusturmak i¢in birlestirilir. Bu yeni olusan dengeli veri seti temel algoritmaya uygulanir.
Onerilen ydntemin ROC, F-dlgiisii, hassasiyet, ger¢ek pozitif orani ve gergek negatif
oran1 degerlendirme Olgililerinde klasik ve yeni yontemlerden iyi sonug verdigi

dogrulanmistir.

Diger bir calismada ise, simif dengesizligi sorununu ele almak i¢in karinca kolonisi
optimizasyonu fikrine dayanan sezgisel bir alt 6rnekleme yontemi Onerilmistir (Yu ve
ark., 2013). Algoritma, verilerdeki giriiltili verileri ¢ikarmak igin Ozellik segme
yontemiyle baglar. Se¢im siklig1 temelinde, 6nemli ve bilgilendirici ¢ogunluk sinif
ornekleri projelendirilir. Onerilen ydntem, optimal olan ¢ogunluk denge setini saglar.
Onerilen ydntemin dezavantaji, basit drnekleme yaklasimlariyla karsilastirildiginda daha

fazla zaman almasidir.
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DBSCAN algoritmasi ¢ogunluk sinifinin uygun 6rneklerini segmek igin etkili bir alt
ornekleme teknigi olarak Onerildi (Mirzaei ve ark., 2020). Yapilan galismaya gore,
cogunluk smifindan en uygun ornekler se¢ilir ve egitim setini dengelemek i¢in diger
cogunluk smifi 6rnekler cikarilir. On bes dengesiz veri setinin lizerindeki deneysel
sonuclar, Onerilen yontemin diger altt 6n isleme yontemine kiyasla istiinliglini

gostermektedir.

Rastgele bir ilk secime dayali olarak mevcut egitim setinden en bilgilendirici 6rnekleri
secmek icin bir Naive Bayes siniflandiricisinin kullanimindan yararlanan bir 6rnek
azaltma yaklasimi Aridas ve digerleri (2019) tarafindan 6nerildi. Y6ntem, kii¢iik tabakali
bir baslangi¢ egitim setinde bir Naive Bayes smiflandirma modelini 6grenerek baslar.
Daha sonra, modelin en belirsiz oldugu orneklerle temel modelini yinelemeli olarak
Ogretir ve bazi kriterler karsilanana kadar onu yeniden dener. Calisma sonuglari, 6nerilen
ornekleme yonteminin, birka¢ uygun metrikle ilgili olarak ve uygun bir istatistiksel test
prosediirii  gerceklestirerek, diger yeniden Ornekleme tekniklerinin  aksine

karsilastirilabilir siniflandirma performansina ulastigini géstermistir.
2.2 Algoritma Diizeyinde Yontemler

Algoritmik diizeyde yontemler genellikle i¢ yaklasim olarak adlandirilir, ¢linkii yeni
simniflandirma algoritma tasarimini kullanir veya dengesiz veriler tarafindan iiretilen
Onyargilarin iistesinden gelmek i¢in mevcut algoritmalarin gelistirilmesi ile ortaya

¢ikmiglardir (Spelmen ve Porkodi, 2018).
Algoritmik yontemler ve maliyet tabanli yontemler olarak ikiye ayrilirlar.
2.2.1 Algoritmik yontemler

Dengesiz veri siiflandirma problemlerini ¢6zmek i¢in yeni algoritmalar olusturmak ya
da mevcut algoritmalar1 dengesiz veri setleri i¢in gelistirme yaklagimlar1 algoritmik

merkezli yaklagimlar olarak adlandirilirlar.

Kiime tabanli 6rnek azaltma yontemi, rasgele ornek azaltmaya alternatif olarak kiime
tabanli Ornek azaltma yontemi Onerilmistir (Zhang ve ark., 2010). Kiime tabanli az

ornekleme yonteminde egitim veri seti n sayida kiimeye boliinmiistiir. Ardindan, ayrilan

11



kiimelerden dogru 6rnekler se¢ilmistir. Bu yontemin arkasindaki temel fikir, egitim veri
alaninin n farkli kiimeye ayrilmasi ve her kiimenin ayirt edilebilir 6zellikler ortaya

koymasidir.

Kiimelenmeye dayali farkli bir 6rnek azaltma tekniginde ise ilk olarak, egitim veri
setinden cogunluk sinifinda bulunan giiriiltilii ve giivenilmez ornekler silinerek
temizlenmistir (Sowah ve ark., 2016). Daha sonra, ¢ogunluk siniftaki 6rneklerin geri
kalan1 n kiimeye boliinmistiir. Deney, diger mevcut algoritmalardan daha iyi sonuglar
veren iki makine 6grenme algoritmasi C4.5 Karar Agact ve OneR kullanilarak, sinif

dengesizligi problemi olan 16 kiyaslama veri seti iizerinde dogrulanmistir.

Torbalama metodu, var olan bir egitim setinden yeni egitim setleri tiireterek temel
Ogreniciyi yeniden egiten bir yontemdir. Bagging’de amag, yeni veri setleri tiireterek

farkliliklari olusturmak ve bu sayede toplam siniflandirma basarisini artirmaktir (Kaur ve

ark., 2019).

Sekil 2.5, dengesiz veri simiflandirmasinin {istesinden gelmek i¢in torbalama

algoritmasinin genel fikrini temsil etmektedir.
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Sekil 2.5. Torbalama algoritmasi (Kaur ve ark., 2019)

Toplama

Varyansi ve Onyargty1 ortadan kaldirmak i¢in ¢alisan makine 6grenimi toplulugu meta
algoritmas1 Boosting olarak adlandirilir. Etkili ve dogru tahmin kurallari, ¢esitli zayif ve
yanlis verileri modele entegre ederek olusturulur. Yanlis ve zayif smiflandirma
sonuglarma sahip verilere ait kurallar1 aramanin, dogru tahmin kuraliyla

karsilastirildiginda ¢ok daha basitlestirilmis oldugu bu yontemde ileri siiriilmektedir.
2.2.2 Maliyet tabanh yontemler

Maliyete duyarli 6grenme teknikleri, yanhs smiflandirilmis 6rneklerle iliskili maliyeti
bulan maliyete 6zgii tekniklerdir. Genellikle, bunlar yanlis siiflandirma maliyetini
aragtirmaya gotiiriir. Ornekleme yoéntemlerine kiyasla, maliyete duyarli 6grenme
yontemleri, yanlis siniflandirma maliyetinin verilerden belirlenememesi ve maliyetleri
belirlerken zorluk ¢ikmasi nedeniyle daha az popiilerdir. Ornekleme ydntemlerinin
uygulanmasi kolaydir. Ancak maliyete duyarli 6grenme, hesaplama agisindan daha etkili

bir tekniktir.
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Yapilan bir calismada en iyi oOzellik alt kiimesini, i¢sel parametreleri ve yanlig
siniflandirma maliyet parametrelerini eszamanli olarak optimize ederek smiflandirma
performansini iyilestirmek icin dogrudan maliyete duyarli SVM'nin hedef islevine
degerlendirme olgiistinii (AUC ve G-ortalama) dahil eden bir algoritma 6nerildi (Cao ve
ark., 2013).

Dhar ve Cherkassky (2014), SVM tabanli ¢alismalarinda, U-SVM formiilasyonunu farkl
yanlis siniflandirma maliyetleri olan sorunlara genisletmis ve maliyete duyarli U-SVM'yi

dengesiz veri setleri i¢in 6nermislerdir.

Cok hedefli bir uyarlanabilir 6zellik se¢im Ol¢iisii ve karar agaclarini olusturmak ve test
etmek i¢in basit ama etkili bir ¢caligmada, diger birgok karar agaci 6grenme algoritmasi
gibi aggozlii bir 6znitelik se¢im Sl¢iisli kullanmak yerine, algoritma agagtaki her diiglimde
test etmek iizere uygun bir Oznitelik bulmak i¢in rastgele bir 6znitelik se¢im Ol¢iisii
kullanild1 (Qiu ve ark., 2017). Calismada, Spesifik olarak, aga¢ olusturmadaki tiim
nitelikler alaninda rastgele bir arama yapilir ve ortaya ¢ikan model rastgele se¢ilmis karar
agaci olarak adlandirilir. Bu sekilde, yontem toplam test maliyetini énemli Olclide
diisiiriirken ayn1 zamanda rakiplerine kiyasla daha yiiksek siniflandirma dogrulugunu

korur.

2.3 Melez Yontemler

Melez yontemler 6n igsleme ve algoritma diizeyinde yontemlerinin birlestirismesi ile
olusmus yontemlerdir. Amag sinif degensizligi probleminin iistesinden gelmek ve daha
1yl dogruluk sonuglarina ulagsmaktir. Melez yontemlerin olas1 ¢calisma kombinasyonlari

Sekil 2.6” da gosterilmistir.
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Sekil 2.6. Dengesiz veri siiflandirmasi i¢in olasit melez kombinasyonlar (Kaur ve ark.,
2019)

Hastane enfeksiyonunun tespiti i¢in yapilan bir ¢alismada, pozitif veya enfekte (% 11) ve
negatif (% 89) vakalar arasindaki 6nemli dengesizlik bulunmaktadir. Sinif dengesizligini
gidermek icin;

- Hem nadir pozitiflerin yiiksek hizda orneklemesinin hem de enfekte olmayan
cogunlugun 6rnek azaltmasi yoluyla olusturulan sentetik vakalara (prototipler) dayandig:
yeni bir yeniden 6rnekleme yaklagimi,

- Pozitif vakalarin taninmasini arttirmak i¢in asimetrik kenar bosluklarinin ayarlandigi
destek vektor makinelerinin kullanildigi algoritma onerildi (Cohen ve ark., 2006).
Sonuglar IB1, Naive Bayes, C4.5 ve AdaBoost algoritmalari ile kiyaslanmis ve daha

basarili oldugu dogrulanmaistir.

Diger bir melez yontemde, dengesiz veri setinde azinlik tiiriiniin smiflandirilmis
performansi etkili bir sekilde gelistirmek igin, K-ortalamalar1 kiimesine ve genetik
algoritmaya dayali bir tiir azinlik 6rnekleme yontemi onerildi (Yong, 2012). Azmlhk
ornek tiiriinii kiimelemek ve gruplamak i¢in K-ortalamalari algoritmasi kullanildi ve her
kiimede yeni 6rnegi elde etmek ve gegerli onay1 devam ettirmek igin genetik algoritma
kullanildi. Metodun gegerliligi, KNN ve SVM siralayici kullanilarak simiilasyon deneyi

ile kanitlanmustir.

Dengesizlik siniflandirma sorununu ele almak i¢in RHSBoost gelistirilen toplu
smiflandirma yonteminde bir giliglendirme semasi altinda rastgele alt ornekleme ve

rastgele asir1 6rnekleme yontemi kullanir (Gong ve Kim, 2017). Deneysel sonuglara gore,
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RHSBoost, dengesizlik verileri igin basarili bir siniflandirma modeli olarak

goriinmektedir.

Yapilan bagka bir ¢alismada ise kompakt ve dogru bir model elde etmek igin bilgi
tabaninin yapisinin hiyerarsik bir sekilde genisletilmesi ve bir genetik kural se¢im
siirecinin kullanilmasi yoluyla basit bir dilbilimsel bulanik modelin iyilestirilmesine
dayanan hiyerarsik bulanik kurala dayali bir siiflandirma sisteminin (HFRBCS)

kullanilmasi onerilmistir (Fernandez ve ark., 2009).

Rastgele diistik 6rneklemeyi torbalama algoritmasi ile birlestiren, en basit ve en dogru
topluluklardan biri olan RUSBoost'u temel alan yeni bir topluluk olusturma algoritmasi
olan EUSBoost Galar ve ark. (2013) tarafindan gelistirilmistir. Bu ¢alisma evrimsel diisiik
ornekleme yaklagiminin kullanilmasiyla temel siniflandiricilarin performansini artiran
mevcut Onerileri iyilestirmeyi amaglamistir. Ayrica, her bir temel siniflandiriciy1 egitmek
icin ¢ogunluk sinifi 6rneklerinin farklr alt kiimelerinin kullanimini destekleyen gesitliligi
tesvik etmistir. Algoritma iki smifli dengesiz problemlere odaklanmistir. Sonuglar
RusBoost yonteminin sonuglar1 ile karsilastirilmis ve daha basarili sonuglar verdigi

dogrulanmistir.

Ramentol ve ark. (2016), SMOTE-FRST adinda yeni bir dengesiz 6grenme 6n isleme
algoritmas1 Onermislerdir. Calismada SMOTE tarafindan sunulan sentetik azinlik
orneklerini ve gercek ¢ogunluk Orneklerini temizlemek i¢in iki farkli esigi kullanarak

bulanik kaba kiime teorisine (FRST) dayali1 bir 6rnek se¢imi stratejisi ile birlestirilmistir.

Diger bir ¢calismada SMOTE ve pargacik siiriisii optimizasyonu destekli radyal temel
islevi smiflandiricisini birlestirerek iki sinifli dengesiz siniflandirma problemleri igin
giiclii bir yontem onerilmistir (Gao ve ark., 2011). Sonuglar dort farkli veri seti lizerinde,

ic yontem ile karsilastirilmis ve basarili oldugu dogrulanmistir.

SVM modellemesine, maliyete duyarli 6grenme, asir1 ve az 6rnekleme dahil olmak iizere
farkli "yeniden dengeleme" yontemlerini dahil edilen bir ¢alisma yapildi. Bu ¢alismada
onerilen dort SVM tabanli algoritmadan GSVM-RU algoritmas1 hem etkinlik hem de
verimlilik agisindan en etkili olamidir (Tang ve ark., 2008). GSVM-RU, 6rnek azaltma
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stirecinde veri temizlemenin olumlu katkisini en st diizeye ¢ikarirken bilgi kaybinin

olumsuz etkisini en aza indirebildigi i¢in etkilidir.

Iki sinifli dengesiz veri setlerinin siiflandirma problemini ¢zmek icin yapilan baska bir
calismada, ilk olarak SMOTE ile azinlik 6rneklerinin sayisi arttirtlmis, OSS (One Side
Selection) yontemi ile de ¢ogunluk sinifi 6rnekleri azaltilmistir (Cao ve Zhai, 2015).

Calismada, siiflandirici olarak ise SVM kullanilmistir.
2.4 Performans Metrikleri

Model se¢imi ve model degerlendirme, makine 6greniminde iki onemli siirectir. Bu
nedenle performans dlgiimleri, bir siniflandiricinin hem etkililigini degerlendirmek hem
de o6grenmesine rehberlik etmek icin temel gostergelerdir (Haixiang ve ark., 2017).
Siniflandirma problemlerinde ¢ogunlukla dogruluk degerlendirme 6lgiitii olarak kullanilir
ancak bu 0l¢iit dengesiz veri setlerinde tek dlgiit olarak kullanilmamalidir. %10 azinlik
ve %90 cogunluga sahip bir veri setinde tiim azinlik siniflar1 yanls da tahmin edilse
dogruluk oran1 %90 olacaktir. Ancak bu oran modelin basarisinin yanlis yorumlanmasina

neden olabilir.

Siniflandirma  problemlerinde degerlendirme igin genellikle karmagsiklik matrisi

kullanilmaktadir. Cizelge 2.1°de karmagiklik matrisi gosterilmistir (Sarmanova, 2013).

Cizelge 2.1. Karmasiklik Matrisi

Tahmin Pozitif sinif | Tahmin Negatif sinif
Gergek Pozitif | Gergek Pozitif Yanlis Negatif
sinif TP FN
Gergek Negatif | Yanlis Pozitif Gercek Negatif
sinif FP TN

TP: pozitif sinifa ait dogru siniflandirilmis 6rneklerin sayisi.
TN: negatif sinifa ait dogru siniflandirilmis 6rneklerin sayisi.

FP: negatif sinifa ait yanlis siniflandirilmis 6rneklerin sayisi.
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FN: pozitif sinifa ait yanlis siniflandirilmig 6rneklerin sayist

e Dogruluk; herhangi bir smiflandirma modeli i¢in, olas1 tiim toplam o6rnekler
arasinda dogru tahmin edilen orneklerin sayisini Olger. 2.1 numarali formiilde

dogruluk orani gosterilmistir.

TP+TN

_ TP+IN (2.1)
TP+FN+FP+TN

Dogruluk Orani =

e Duyarlilik; bir model tarafindan dogru bir sekilde tahmin edilen olumlu 6rneklerin

Olctistidiir. 2.2 numaral1 formiil ile hesaplanmaktadir. Bazen gercek pozitif orani

(TPR) olarak da adlandirilir ve baska bir degerlendirme metrigine, yani anma'ya
esdegerdir.

TP

Duyarlilik (Gergek Pozitif Oran1) = ——

2.2)

o Ogzgiilliik; bir model tarafindan dogru bir sekilde tahmin edilen olumsuz
orneklerin 6l¢iisiidiir. Bazen gercek negatif oran1 (TNR) olarak da adlandirilir. 2.3

numarali formiil ile hesaplanmaktadir.

TN
TN+FP

Ozgiillik (Gergek Negatif Orani) = (2.3)

o Kesinlik; gergek pozitiflerin (TP) tahmin edilen toplam pozitif 6rnek sayisina
orani olarak tanimlanir. 2.4 numarali formiil ile hesaplanmaktadir.

TP
TP+FP

Kesinlik = (2.4)

e F-0l¢iisti; hem gergek pozitif orani (True Positive Rate TPR) hem de kesinligi
degerlendirir, 6zellike 6grenme dogrulugu pozitif sinif iizerinde odaklanir, 2.5
numarali formiil ile hesaplanmaktadir. Diger bir deyisle, F-ol¢iitii, anma ve

kesinlik arasindaki bir harmonik ortalamadir.

F— Olgﬁtij — 2XKesinlikxAnma (25)

Kesinlik+ Anma
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e G-Ortalama; hem pozitif sinif hem de negatif sinif performansini dikkate alir ve
onlar1 birlestirmek i¢in geometrik ortalamay1 kullanir. 2.6 numarali formiil ile
hesaplanmaktadir. Yiiksek G-Ortalama degeri, hem pozitif sinift hem de negatif
smif icin yiiksek tahmin dogruluguna sahip oldugu zaman elde edilebilir.

G — Ortalama = |—2 _x-IN (2.6)

TP+FN TN+FP

Cizelge 2.2°de performans metriklerinin hesaplanmasi ¢izelge olarak verilmistir.

Cizelge 2.2. Performans metrikleri hesaplamalari

Metrik Hesaplama
F-Olgiitii (2xKesinlikx Anma)/(Kesinlik+Anma)
G-Ortalama v TPRXTNR
Gergek Pozitif

Orani TP/(TP+FN)
Yanlis Pozitif

Orani FP/(FP+TN)
Gergek Negatif

Orani TN/(TN+FP)
Kesinlik TP/(TP+FP)
Anma TPR

e Alici calisma karakteristiginin (ROC) egri altindaki alan (AUC), 6zellikle ikili
simiflandiricilar icin dengesiz sinif varliginda genel bir degerlendirme teknigi
olarak sik¢a kullanilir. AUC grafigi Sekil 2.7°de gosterilmistir. ROC egrisi, ¢esitli
karar esikleri boyunca gercek pozitif oran1 (TPR) ile yanlis pozitif oran1 (FPR)
arasindaki olasi tiim ¢atigsmalari gosterir ve AUC degerlendirme metrigi, bu egriyi
[0,5, 1] araliginda bir degere doniistiiriir, burada 1 degeri, miikemmel bir
smiflandiriciyr gosterir. 0,5 degeri ya da daha diisiik degerler, smniflandiricinin

rastgele tahminden daha 1yi ¢alismadig1 anlamina gelir.
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Gergek Negatif Orant

Sekil 2.7. AUC grafigi (ROC altinda kalan alan) (Sarmanova, 2013)

e MAUC,; AUC'yi ¢ok smifli problemlere genisletmek agik bir aragtirma konusu
olsa da, tiim simif ciftlerinin AUC degerinin ortalamasini alan MAUC o6l¢iisii
(Haixiang ve ark., 2017), ¢ogunlukla arastirmalarda ¢ok smifli dengesiz veri

o6grenmede kullanilir ve 2.7 numarali formiil ile gosterilir;

2 P
MAUC = mZKjA(W) (27)

C = sinif sayis1

A (i, J) = siif i ve sinif j arasindaki AUC'dir.

e MCC (Matthews Correlation Coefficient), Matthews korelasyon katsayisinda
ciktt degeri -1 ile +1 arasinda degigmektedir. 0 degeri rastgele siniflandirma
durumunu, -1 degeri smiflandirmanin basarisiz oldugunu, +1 ise siniflandirma
basarisinin tam dogru oldugunu gostermektedir (Matthews, 1975). MCC 2.8

numarali formiil ile hesaplanmaktadir.

TPXTN—FPXFN
MCC = J(TP+FP)X(TP+FN)X(TN+FP)X(TN+FN) (2.8)

Bu calismada hem pozitif siif hem de negatif sinif performansini dikkate alan G-

Ortalama degerlendirme 0lgiitii olarak kullanilacaktir.

20



3. MATERYAL ve YONTEM

Piri S. ve ark. (2018) tarafindan yapilan ¢aligmada 6nerilen SIMO ydnteminde veri egitim
ve test verisi olarak ayrildiktan sonra egitim verisi tizerine SVM uygulanarak siniflar arasi
karar sinirlar1 belirlenmistir. Cogunluk sinifina yakin azinlik degerleri SLS yontemi ile
cogaltilmistir. Amag azinlik verisini ¢ogaltirken asir1 6grenmeden kaginmak i¢in sadece
bilgi verici azinlik verilerinin gogaltilmasidir. Bu isleme veri dengeli hale gelinceye kadar
devam edilmistir. Simiflandirict olarak SVM yontemi kullanilmistir. Sonuglar G-
Ortalama 6l¢iitiine gore degerlendirilmis, klasik drnekleme yontemlerinden basarili sonug

verdigi dogrulanmstir.

Bu ¢alismada, egitim verisine 6nce SVM uygulanarak karar sinirina uzak ¢ogunluk sinif
verileri veri setinden ¢ikarilmistir. Sonrasinda 6rnek azaltma islemine ugrayan veri, hala
dengeli degil ise SLS yontemi ile azinlik verilerinin giivenli smirda g¢ogaltilmasi
saglanmistir. Bu islem veri seti dengeli hale gelinceye kadar devam edilmistir. Tez
kapsamindaki ¢aligmanin SIMO dan farki, SIMO da sadece bilgi verici azinlik sinifi
verileri ¢ogaltilirken, 6nerdigimiz yontemde azinlik sinifinin ¢ogaltilmasinin yaninda,
bilgi vermeyen ¢ogunluk sinifi verileri ¢gikarilarak drnek azaltmada problem olan degerli
veri kayb1 dnlenmeye ¢aligilmistir. Bdylece SMOTE de karsilagilan agirt uyum sorununun
Ontine gegilmeye calisilmis, rastgele 6rnek azaltma yonteminde rastlanan degerli veri
kaybinin Oniine gecilmeye c¢alisilmigtir. Sonrasinda siniflandirma algoritmalari

uygulanarak siniflandirma basarisinin arttirilmasi amaglanmistir.
3.1 Kullamilan Veri Setleri

Calisma kapsaminda kullanilan Vveri setleri Kaggle ve UCI veri havuzundan alinmistir, 1
adette gercek hayat verisine yer verilmistir. Veri setleri, karsilagtirma yapabilmek i¢in
literatiir taramasinda benzer ¢alismalarda kullanilan veri setleri arasindan secilmistir.
Verilerde min-max normalizasyon islemi uygulanmistir. Veri setlerine ait 6zet bilgi

Cizelge 3.1°de gosterilmistir.
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Cizelge 3.1. Veri setleri

Veri Setleri Oznitelik Gozlem Pozitif Negatif | Dengesizlik
Sayisi Sayis1 Siif Sinif Oran1 (Np/Nn)

Climate 21 594 494 46 10,74
Diabetes 9 768 500 268 1,87

Liver 11 583 416 167 2,49
Haberman 4 305 224 81 2,77
Transfusion 5 748 570 178 3,20
lonosphore 32 351 225 126 1,79
Column_2c 7 310 210 100 2,10

TexYarn 8 979 937 42 22,31

Gergek Veri Seti: TexYarn: Bir dokuma firmasinin gergek verilerinin bulundugu veri seti,
dokumaya gidecek olan ve tedarik¢iden temin edilen ipligin kalite kontrol agamasinda ve
kontrol sonrasi onay aldiktan sonraki siireclerdeki proses parametreleri ile islem
gordiikten sonra dokuma asamasinda kopup kopmayacagini tahmin etmeye ¢alisacaktir.
Buna gore, eger islem gormiis iplik kopacak olarak etiketlenirse, dokuma asamasina
girmeyecek ve boylece verimlilik kaybi1 engellenmis olacaktir. Veri setindeki 6znitelikler

ve agiklamalar1 asagidaki gibidir:

1. Giris Kontrol Parametreleri: Asagidaki oOznitelikler, tedarik¢iden gelen iplik
lotlarina, kalite kontrol asamasinda uygulanan testlerdir. Sadece belirlenen
araliklardaki degerleri gergekleyebilen iplikler iiretim alanina alinabilir.

a. Kaynama Cekme (Degerler;1,4 — 67 araliginda degismektedir.)

b. Kopma Yiikii (Degerler;124,19 — 2329,2 araliginda degismektedir.)
c. Mukavemet (Degerler; 1,4 — 4,85 araliginda degismektedir.)

d. Numara Denye (Degerler;30 — 673 aralifinda degismektedir.)

e. Uzama (Degerler;14 — 221,84 araliginda degismektedir.)

2. Uretim Parametreleri: Asagidaki oznitelikler, iplik lotlarinm iiretim alanima
alindiktan sonra, dokuma asamasina ge¢meden Onceki siireglerde gordiigii

islemlerdeki proses parametrelerini gostermektedir.
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a. Bekleme Siiresi (Degerler; 30 — 50 araliginda degismektedir.)
b. Iplik Fikse Sicaklik (Degerler; 80 — 122 araliginda degismektedir.)

Bu veri setinde amag, bahsi gecen 7 Ozniteligi kullanarak dokumaya girmeden once
ipligin kopup kopmayacagini tahmin etmek olacaktir. Onerilecek karar destek sistemi ile
kopus yasayacak ipliklerin {iretime girmesi engellenerek verimlilik artis

saglanabilecektir.
3.2 Kullamilan Yazilim ve Paketler

Uygulamada istatiksel yazilim gelistirme ve veri analizi programi olan R programinin “R
1386 4.0.3” versiyonu kullanilmistir (Anonim, 2020). Kullanilan paketler ve parametre

degerleri Cizelge 3.2°de 6zetlenmistir.

Cizelge 3.2. Kullanilan algoritmalar ve parametreler

Algoritma |R paketi Parametreler

kernel= Radial/Linear; sigma=0.01,0.015 ;
SVM el071 C=0.75,1,1.25
KNN class k=1:20;preProc= "center","scale"
RF randomForest | mtry= 1:10; method="rf'; metric="Accuracy'
YSA nnet decay = 0.001,0.01, 0.1; size = 1:10
SLS smotefamily |K=5; C=5

3.3 Karsilastirmada Kullanilan Algoritmalar

3.3.1 K-en yakin komsu algoritmasi (KNN)

1951 yilinda Evelyn Fix ve Joseph Hodges tarafindan onerilen K-En yakin komsu
algoritmasinin ¢calisma mantigini en basit sekilde 6zetleyen ciimle “Bana arkadagini sdyle
sana kim oldugunu sdyleyeyim.” seklindedir. Algoritma test verisine en yakin K adet
komsuyu bulup, bu komsulukta baskin olan sinifi etiketini test verisine sinif etiketi olarak

atar.
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K sayis1 komguluk sayisini ifade eder, uzaklik i¢in farkli uzaklik Ol¢tim kriterleri
mevcuttur. K sayisinin kiigiik bir deger olmasi asir1 6grenmeye, yiiksek bir deger olmasi

ise genellemeye yol acar.
Uzaklik 6l¢tim kriterleri (Balaban ve Kartal, 2015);

n adet nitelik, a,(x; ;) x’in r. niteligindeki degerini ve x;,x; gibi iki 6rnek arasindaki

uzaklik olmak iizere;

e Oklid uzaklig1 3.1 numarali formiil ile gosterilmistir.

dorria(xi, ;) = JZ?:l(ar(xi) — a,(x;))? (3.1)
e Manhattan uzakligi 3.2 numarali formiil ile gosrerilmistir.
dmanhattan(xir xj) = Z?:llar (x;) — ar(xj)l (3.2)

e Hamming uzakligi 3.3 numarali formiil ile gosterilmistir.

dhamming (xi' xj) = Yr=11(ar(xp), a, (xj)); I(x,y) (3.3)

{O,egerx =y
legerx #y

e Kosiniis uzaklig1 3.4 numarali formiil ile gosterilmistir.

xi.x]-

[EANEST

Akosiniis (xi' xj) = = cosf (3.4)

3.3.2 Rastgele orman algoritmasi (RF)

Random Forests (rastgele ormanlar) algoritmasi, her agacin bagimsiz olarak 6rneklenen
rastgele bir vektoriin degerlerine baglh ve ormandaki tiim agaglar i¢in ayn1 dagilima sahip
oldugu, agac tahmin edicilerinin bir kombinasyonudur. Sekil 3.1 de RF algoritmasinin
gosterimi bulunmaktadir. Denetimli bir siiflandirma algoritmasidir. Siniflandirma

sonucu karar agaclarinin ¢ogunluk oylamasi ile belirlenir. RF i¢in genelleme hatasi,
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ormandaki agac sayisi arttikca bir smira yakinsamaktadir. Bir aga¢ smiflandirict
ormaninin genelleme hatasi, ormandaki tek tek agaclarin giiciine ve aralarindaki
korelasyona baglidir. Dahili tahminler hatayi, giicii ve korelasyonu izler ve bunlar,
bolmede kullanilan 6zelliklerin sayisini artirmaya verilen yanit1 géstermek icin kullanilir.

Dahili tahminler degisken 6nemini 6l¢mek i¢in de kullanilir (Breiman, 2001).

Veri Seti
Karar Agact 1 Karar Agaa 2 Karar Agaa N
Sonug 1 Somug 2 Somug N

|

Gogunluk Oylamas/Ortalama

!

Sonug

Sekil 3.1. Rastgele orman algoritmasi

3.3.3 Destek vektor makineleri algoritmasi (SVM)

Destek vektor makineleri iki veri sinifini birbirinden ayirabilecek en iyi karar siniri/hiper
diizlem bulmay1 amaglayan bir siniflandirma algoritmasidir. Hiper diizlemin genis olmasi

iki smifin daha kolay sekilde birbirinden ayrilmasina olanak saglar (Boser ve ark., 1992).

SVM dogrusal olarak ayrilabilen ve dogrusal olarak ayrilamayan olaran iki grupta

incelenmektedir.

e Dogrusal olarak ayrilabilen SVM;
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Bu durumda verileri iki sinifa ayirabilmek i¢in kullanilabilecek dogrusal bir hiper diizlem

vardir.

Hiper diizlem 3.5 numalar1 formiil ile bulunabilmektedir, x girdi vektori, w hiper

diizlemde agirlik vektorii ve b sapma olmak iizere karar sinirlar,

wx+b=0 (3.5

Marjini en biiylikleme 3.6 numarali formiilde gosterildigi gibi bulunmaktadir.

marjin = (3.6)
Kisitlar 3.7 numarali formiilde gosterilmistir.
— _( 1,egerw.x;+b =1
fea) = {—1, eger w.x, +b < —1 (3.7)

T9 B
ZE
p
/\
Destek \\///
Vektorleri ‘,{‘x y
A Q
A\ V4
4 x\‘ 4
%
— N
» // >
v .
{QX ,°  Destek
S o 2 o
> Vektérleri
©)
7”7 0
O

Sekil 3.2. Dogrusal olarak ayrilabilen SVM Kkarar diizlemi

e Dogrusal olarak ayrilamayan SVM;

Gergek diinyada karsilasilan sorunlarin biiytik bir kismi, veri setini dogrusal bir sekilde
ayirabilecek tek bir hiper diizlemin olmadigi verileri igermektedir. Bu sorunu ¢6zmek
icin, veriler nispeten daha yiiksek boyutlu bir uzaya eslenir ve sonra orada bir hiper
diizlem tanimlanir (Maglogiannis, 2007). 3.8 numarali formiilde esleme ¢6ziimiinde SVM

formiilii verilmistir.
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y; = cikt1 etiketi olmak tizere 3.8 numarali denklem Lagrange carpanlari yontemi ile
¢oziildiiglinde,
(w2
min ————

2
yilwx +b) = 1y; € (—1,+1) (3.8)
Lyw,b,&) = S lwll — iy a[yi(wx +b) — 1]

Bu durumda siniflandirma fonksiyonu formiil 3.9°daki gibi olacaktir.
£ = sgn((wx) +b) = sgn(Tizy yi aip(x)e(x;) + b) (3.9)

Dogrusal olarak ayrilamayan SVM'de, hesaplanmas1 gereken miktarlar (xi)(p(xj), temel

ozellikleri olan skaler ¢carpimlardir. Buna kernel fonksiyonu (K) denmektedir. Kernel
fonksiyonu kullanildiginda SVM 3.10 numarali formiilde gosterildigi gibi formiile

edilecektir.
() =sgn(Tioy v a;K (%, x;) + b) (3.10)

Calismalarda Radial Basis ve Sigmoid kernel sik¢a kullanilmaktadir. Bu kerneller 3.11
ve 3.12 nolu formiiller ile gosterilmistir (Akin ve Terzi, 2021).

Radial Basis : K(X;, X;) = e (3.11)
Sigmoid Kerneli: K(Xi,Xj) = tanh(kX;, Xj — §) (3.12)

Bu ¢aligmada SVM dogrusal ve Radial Basis kernel i¢in ayr1 ayri denenmistir.
3.3.4 Yapay sinir aglari algoritmasi (YSA)

Yapay sinir aglari ilk olarak Warren McCulloch ve Walter Pitts tarafindan 6nerilmistir.
Yapay sinir aglar1 insan beyninin ¢alisma prensibini taklit ederek 6grenme siirecinin
matematiksel olarak modellenmesidir. Bu yol ile 6grenme, hatirlama, genelleme yapma
yolu ile topladig1 verilerden yeni veri liretebilme gibi temel islevleri yapabilmektedir
(McCullock ve Pitts, 1956).

Sekil 3.3’te biyolojik sinir aglari ile yapay sinir aglar1 arasindaki benzerlik gosterilmistir.
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Sekil 3.3. Biyolojik sinir hiicresi ve yapay sinir ag1 (Maltarollo ve ark., 2013)

Sekil 3.4°de gosterildigi gibi, Girilen n adet veri agirliklarla ¢arpilir ve tiim veriler
toplanir, sonrasinda dnyargi eklenir bunun sonucunda net yarg: elde edilir. Net girdi

aktivasyon fonksiyonundan gegirilir ve bir veri ¢iktisi elde edilmis olur.

Girigler Agnliklar
X1
Alctivasyon
X, e Fonksiyonu
Net Giris
netj ~ QO ~ _Oj
e 2 Aktivasyon
X3 —>
Transfer
Fonksiyonu
%
Esik
Xn —>

Sekil 3.4. Yapay sinir hiicresi
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Aktivasyon fonksiyonlari bir néronun aktive edilip edilmeyecegine aga giriginin 6nemli

olup olmadigina daha basit matematiksel islemler kullanarak karar veren fonksiyonlardir.
Baglica aktivasyon fonksiyonlari (Baheti, 2021);

e Ikili adim fonksiyonu, ndronun aktivasyonunun belirli bir esik degerine bagl
oldugu fonksiyondur.

e Dogrusal aktivasyonu fonksiyonu, ndéron aktivasyonunun giris ile basit bir
regresyon modeli ile bagli oldugu fonksiyondur.

e Dogrusal olmayan aktivasyon fonksiyonlari ise néron aktivasyonunun basit bir
regresyon modeli ile yapilmadigi durumda kullanilan fonksiyon tiiriidiir. Baslica
dogrusal olmayan fonksiyonlar;

a) Sigmoid / Lojistik fonksiyonu 0 ile 1 arasindaki degerleri verir.
b) Tanh fonksiyonu

¢) ReLU fonksiyonu

d) Sizdiran ReLU fonksiyonu

e) Parametrik ReLU fonksiyonu

f) Ustel dogrusal birimler (ELU's) fonksiyonu

g) Softmax fonksiyonu

h) Swish fonksiyonu

i) Gauss hatasi dogrusal birimi (GELU) fonksiyonu

j) Olgekli iistel dogrusal birim (SELU) fonksiyonu

Bu ¢alismada lojistik fonksiyon kullanilmstir.
3.4 Veri Hazirlama

Verileri R programimna “Utils” paketi i¢indeki “read.csv” komutu kullanarak

tanitilmaktadir.

Veriler igeri alindiktan sonra min-max normalizasyon islemini 3.13 numarali formiil
kullanarak yapilmaktadir (Balaban ve Kartal, 2015. Bu islem sirasinda tahmin edilecek
smif etiketi bu isleme dahil edilmemektedir.

Min-max normalizasyon yontemi;
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v: A niteligime ait normalize edilmek istenen deger

v': v‘nin normalize edilen degeri

min,: A niteliginin en kiigiik degeri

max, : A niteliginin en biiylik degeri

yeni_miny, : Normalizasyon sonucunda elde edilmek istenen en kiiciik deger

yeni_max, : Normalizasyon sonucunda elde edilmek istenen en biiyiik deger

’ v—ming . . . , .
=—2 (yeni_max, — yeni_min eni_min 3.13
e, (Yeni_max, — yeni_ming) + yeni_min,  (3.13)

Tahmin edilecek sinif numerik veya kategorik oldugu durumlarda siif etiketi “0”, “1”
etiketi ile degistirilmektedir. R igerisindeki SMOTE paketleri azinlik sinif etiketini “1”’
olarak tanimaktadir. Bu nedenle ham veride ¢ikti etiketi “0”, “1” oldugu durumlarda
azinlik verisi “1” degilse, etiketlerde degisim yapilmaktadir. Sonrasinda veriler faktor

olarak tanimlanmaktadir.

Veride, eksik veri ya da kategorik veri oldugu durumlarda bu veriler veriden ¢ikarilarak

devam edilir.
3.5 Egitim — Test Verisi Ayirma

Veriler R igerisindeki “caret” paketinin “createDataPartition” fonksiyonu ile
ayrilmaktadir. Ayrilan test ve egitim verileri sonraki iglemlerde de kullanildig1 igin

ayirma islemi oncesi “set.seed()” fonksiyonu ile sabitlenir.

Veriler %80 egitim ve %20 test verisi seklinde ayrilmaktadir. Once “createDataPartition”
ile %80’lik dilime ait verilerin indekslerine ulasilmaktadir. Bu veri “train” verisine atanir,
daha sonra %?20’lik veri test verisine atanmaktadir. Sonrasinda smiflandirma
algoritmalarinda kolaylik sagladig i¢in sinif etiket degerleri ¢ikarilarak “train_x, train vy,
test_x, test y” veri setleri olusturulmaktadir. Test verisi igerisindeki dengesizlik oranina
bakilmamaktadir. Ornekleme islemi sirasinda, test verisinde asir1 5rnekleme ya da rnek
azaltma kullanilmamaktadir. Orjinal veri setinden alinan test seti ile islemlere devam

edilmektedir.
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3.6 Melez Asir1 Ornekleme ve Alt Ornekleme Yontemi

Ornek azaltma ve ¢ogaltma islemleri sadece egitim verisi iizerine uygulanmaktadir. Test

verisi lizerinde islem yapilmamaistir.

Melez yontemin uygulanmasinda, 6rnek azaltma adiminda kullanilan SVM fonksiyonu
icin “e1071” paketi kullanilmis olup, hem radial hem de lineer kernelleri igin veri

tiiretilmistir.

Karar degisken degerleri (decision.values) bulunarak ¢ogunluk veri sinifina ait karar

degerlerinin ilk ¢eyrek oncesinde kalan degerler veriden ¢ikarilmistir.

Sonrasinda indirgenmis egitim verisine “smotefamily” paketindeki SLS fonksiyonu ile

azinlik sinif verileri safe level smote yontemi ile cogaltilmistir.

Safe level smote yontemi ile iiretilen veriler “syn_data” i¢inde bulunmaktadir. Bu veriler
indirgenmis egitim verisine eklenerek azinlik sinif veri sayisi arttirilmistir. Bu islem

sirasinda tretilen yeni ¢ikt1 degerleri faktor olmadigi i¢in tekrar faktore ¢evrilmistir.

Bu islemlere azinlik ve ¢ogunluk smiflarinin oran1 %50 + 5 oluncaya kadar devem
edilmistir. Ardindan siniflandirici algoritmalar uygulanarak sonuglar dengesiz dagilama

sahip ham veri ve SMOTE uygulanan veri ile karsilastirilmistir.
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Sekil 3.5. Melez yontem adimlar1 A) SVM uygulanmasi B) Karar sinirina uzak
cogunluk verilerinin segilmesi C) Ornek azaltma isleminin yapilmas1 D) SLS ile asir1

ornekleme yapilmasi

Sekil 3.5’te akis semasi verilen melez yontemin uygulama adimlars;

Adim: Smif etiketleri “0”, “1” olarak atanir.
Adim: Min-max normalizasyonu yapilir.

Adim: Veri egitim ve test seti olarak ayrilir.

A wbp e

Adim: Egitim verisinin dengeli olup olmadigi kontrol edilir. Denge kosulu siniflar

degiliminin %50 + 5 olmasidir. Dengeli ise 9. adima gidilir.

5. Adim: Sekil 3.5 a’da gosterildigi gibi dengesiz olan egitim verisine SVM
uygulanir.

6. SVM ile karar sinirina uzak ¢ogunluk verilerine 6rnek azaltma islemi uygulanir
(Sekil 3.5b, c).

7. Adim: Egitim verisinin dengeli olup olmadig1 kontrol edilir. Dengeli ise 9. adima

gidilir.
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8. Adim: Sekil 3.5 d’de gosterimi yapilan, SLS ile asir1 6rnekleme yapilir. 4. Adima
doniiliir.

9. Adim: Dengeli hale gelen veri siniflandirma algoritmalari ile siniflandirilir.

10. Adim: Siiflandiricilar test verisi ile test edilerek karmasiklik matrisi iizerinden

sonuclar yorumlanir.

Sekil 3.6.’da melez yontem akis semasi1 gosterilmistir.
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4. BULGULAR

Melez yontem algoritmasi incelenen 8§ veri setinden 6’sinda diger yontemlere gore daha

basarili sonu¢ vermistir. Veri setleri bazinda elde edilen sonuglar asagida paragraflar

halinde derlenmistir. Incelenen veri setlerine gore, 6nerilen melez yontemin daha basarili

sonug verdigi siiflandirmalarda, dengesizlik oran1 2,49’a kadar olan verilerde melez

yontem - Radial SVM, 2,49’dan yiiksek dengesizlik oranlarinda ise melez yontem —

Linear SVM basarili olmustur. Veri setleri, siniflandiricilar ve algoritmalar ile elde edilen

sonuglar Cizelge 4.1°deki gibidir.

Climate veri setinde en iyi sonucun, SMOTE uygulanmis veri seti ile yapay sinir
aglar1 algoritmasinda % 96 dogruluk ve 0,87 G-Ortalama degeriyle alindigi
gozlemlenmistir. Radial SVM ile melez yontem uygulanan veri seti ve SVM
algoritmasi ise % 95 dogruluk ve 0,808 G-Ortalama degeri ile ikinci en iyi sonucu
vermistir. Tiim algoritmalarda en kotii sonucu dengesiz veri seti vermistir.
Diabetes veri setinde en iyi sonucun radial SVM ile melez yontem uygulanan veri
seti ile yapay sinir aglari algoritmasinda % 75 dogruluk ve 0,727 G-Ortalama
degeriyle alindigi gozlemlenmistir. SMOTE uygulanan veri seti ile SVM
algoritmasi ise % 71 dogruluk ve 0,713 G-Ortalama degeri ile ikinci en iyi sonucu
vermistir. Tiim algoritmalarda en kotii sonucu ise dengesiz veri seti vermistir.
Liver veri setinde en iyi sonucun radial SVM ile melez yontem uygulanan veri
seti ile yapay sinir aglar1 algoritmasinda % 69 dogruluk ve 0,736 G-Ortalama
degeriyle alindig1 gozlemlenmistir. SMOTE uygulanan veri seti ile yapay sinir
aglari algoritmasi ise % 67 dogruluk ve 0,703 G-Ortalama degeri ile ikinci en iyi
sonucu vermistir. Tlim algoritmalarda en kotli sonucu ise dengesiz veri seti
vermistir.

Haberman veri setinde en iyi sonucun linear SVM ile melez yontem uygulanan
veri seti ile yapay sinir aglari algoritmasinda % 75 dogruluk ve 0,705 G-Ortalama
degeriyle alindig1 gozlemlenmistir. SMOTE uygulanan veri seti ile yapay sinir
aglar algoritmasi ise % 68 dogruluk ve 0,703 G-Ortalama degeri ile ikinci en iyi
sonucu vermistir. En kotii sonug ise dengesiz veri setine SVM algoritmasinin

uygulanmasi ile alinmistir.
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Transfusion veri setinde en iyi sonucun linear SVM ile melez yontem uygulanan
veri seti ile yapay sinir aglar1 algoritmasinda % 77 dogruluk ve 0,732 G-Ortalama
degeriyle alindigi gézlemlenmistir. Radial SVM ile melez yontem uygulanan veri
seti ile yapay sinir aglar1 algoritmasi % 79 dogruluk ve 0,728 G-Ortalama degeri
ile ikinci en 1yi sonucu vermistir. Tiim algoritmalarda en kotii sonucu ise dengesiz
veri seti vermistir.

Ionosphore veri setinde en iyi sonucun radial SVM ile melez yontem uygulanan
veri seti ile random forest algoritmasinda % 97 dogruluk ve 0,959 G-Ortalama
degeriyle alindig1 gozlemlenmistir. Dengesiz veri ve SMOTE uygulanan veri seti
%95 dogruluk ve 0,948 G-Ortalama degeri ile ikinci en iyi sonucu vermistir. En
kotii sonug % 87 dogruluk ve 0,800 G-Ortalama degeri ile dengesiz veri setine K-
en yakin komsuluk algoritmasi uygulanmasi ile alinmistir.

Column_2c veri setinde en iyi sonucun dengesiz veriye ait veri seti ile random
forest algoritmasinda % 83 dogruluk ve 0,842 G-Ortalama degeriyle alindigi
gozlemlenmistir. % 82 dogruluk ve 0,830 G-Ortalama degerleriyle linear SVM
ile melez yontem ve radial SVM ile melez yontem uygulanan veri setleri random
forest algoritmasinda en iyi ikinci sonucu vermislerdir. En kotii sonug dengesiz
veri setine yapay sinir aglari algoritmasi uygulanmasi ile % 77 dogruluk ve 0,717
G-Ortalama degerinde alinmustir.

TexYarn veri setinde en iyi sonucun YSA algoritmasinda linear SVM ile melez
yontemin uygulandigi veri setinde % 98 dogruluk ve 0,991 G-Ortalama degeriyle
alindig1 gézlemlenmistir. Linear SVM ile melez yontem uygulanan veri seti SVM
algoritmasinda % 98 dogruluk ve 0,970 G-Ortalama degeri ile ikinci en iyi sonucu
vermistir. En kotii sonug ise dengesiz veri setine KNN ve YSA algoritmalar

uygulanmasinda % 95 dogruluk ve 0 G-Ortalama degerleri ile alinmustir.
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Cizelge 4.1. Karsilastirmali siniflandirma sonuglari

) Onerilen-Linear
Onerilen-Radial SVM Dengesiz Veri SMOTE SVM
G- G- G- G-
Veri Seti | Smiflandiric1 | Dogruluk | Ortalama | Dogruluk | Ortalama | Dogruluk | Ortalama | Dogruluk | Ortalama
KNN % 82 0,502 % 92 0,333 % 76 0,656 % 81 0,535
Climate RF % 91 0,332 % 90 0 % 93 0,471 % 91 0
SVM % 95 0,808 % 91 0 % 91 0,726 % 94 0,738
YSA % 95 0,742 % 95 0,667 % 96 0,873 % 94 0,738
KNN % 70 0,694 % 73 0,611 % 70 0,679 % 67 0,653
Diabetes RF % 72 0,703 % 71 0,654 % 71 0,699 % 70 0,664
SVM % 74 0,710 % 75 0,673 % 71 0,713 % 71 0,707
YSA % 75 0,727 % 74 0,464 % 69 0,699 % 72 0,684
KNN % 60 0,574 % 69 0,509 % 65 0,605 % 68 0,576
Liver RF % 75 0,649 % 72 0,174 % 73 0,602 % 75 0,628
SVM % 64 0,682 % 71 0,463 % 66 0,696 % 71 0,700
YSA % 69 0,736 % 64 0,573 % 67 0,703 % 71 0,678
KNN % 63 0,555 % 73 0,477 % 63 0,631 % 66 0,538
Haberman RF % 65 0,530 % 75 0,577 % 66 0,538 % 71 0,562
SVM % 76 0,584 % 73 0,000 % 78 0,631 %73 0,477
YSA % 73 0,648 % 75 0,533 % 68 0,703 %75 0,705
KNN % 68 0,616 % 79 0,567 % 65 0,597 % 67 0,580
Transfusion RF % 75 0,640 % 80 0,548 % 73 0,658 % 72 0,677
SVM % 79 0,718 % 77 0,169 % 67 0,718 % 73 0,704
YSA % 79 0,728 % 78 0,375 % 73 0,668 % 77 0,732
KNN % 92 0,894 % 87 0,800 % 92 0,894 % 92 0,894
lonosphore RF % 97 0,959 % 95 0,948 % 95 0,948 % 94 0,947
SVM % 95 0,938 % 95 0,938 % 95 0,938 % 90 0,904
YSA % 87 0,815 % 88 0,825 % 91 0,872 % 87 0,815
KNN % 79 0,764 % 80 0,805 % 77 0,736 % 72 0,719
Column 2¢ RF % 82 0,830 % 83 0,842 % 80 0,805 % 82 0,830
SVM % 72 0,743 % 77 0,736 % 70 0,746 % 77 0,792
YSA % 75 0,756 % 77 0,717 % 74 0,744 % 77 0,792
KNN % 96 0,497 % 95 0 % 96 0,497 % 96 0,609
TexYarn RF % 96 0,782 % 96 0,784 % 95 0,605 % 97 0,856
SVM % 96 0,920 % 95 0 % 82 0,901 % 94 0,970
YSA % 96 0,779 % 96 0 % 86 0,924 % 98 0,991

Elde edilen sonuglarin Piri ve ark. (2018) SIMO algoritmasinda elde ettigi ve makalede
yer alan sonug degerleri ile karsilastirilmasi Cizelge 4.2°de 6zetlenmistir. Egitim ve test

verisi makale ile ayni1 sekilde ayrilmamistir.
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e Diabetes veri seti i¢gin SIMO algoritmasinda % 75,48 G-Ortalama degeri elde
edilmistir. Melez algoritmada ise bu deger % 72,7 olmustur.

e Liver veri setin i¢in SIMO algoritmasinda % 68,62 G- Ortalama degeri elde
edilmistir. Melez algoritmada ise bu deger % 73,6 olmustur.

e Jonosphore veri seti icin SIMO algoritmasinda % 84,69 G-Ortalama degeri elde

edilmistir. Melez algoritmada ise bu deger % 95,9 olmustur.

Cizelge 4.2. SIMO ve 6nerilen melez yontem karsilastirmasi

Yontem\ Veri Seti | Diabetes Liver lonosphore
SIMO % 75,48 % 68,62 % % 84,69
Onerilen Melez | % 72,7 % 73,6 %06 95,9
Yontem

Iki calismada da ortak kullanilan 3 veri seti incelendiginde 2 veri setinde melez

algoritmanin daha basarili oldugu gézlemlenmistir.

Sarmonova’nin (Sarmanova, 2013) 6nerdigi RusAda algoritmasinin tez ¢alismasinda yer
alan sonug degerleri ile 6nerilen melez yontemin karsilastirma sonuglar1 Cizelge 4.3°te

gosterilmistir. Egitim ve test verisi tez ile ayn1 sekilde ayrilmamastir.

o Diabetes veri seti i¢in RusAda algoritmasinda % 76,15 G-Ortalama degeri elde
edilmistir. Melez algoritmada ise bu deger % 72,7 olmustur.

e Haberman veri seti i¢in RusAda algoritmasinda % 64,79 G-Ortalama degeri elde
edilmistir. Melez algoritmada ise bu deger % 70,5 olmustur.

e Transfusion veri seti icin RusAda algoritmasinda % 69,21 G-Ortalama degeri elde
edilmistir. Melez algoritmada ise bu deger % 73,2 olmustur.

e lonosphore veri seti i¢in RusAda algoritmasinda % 90,14 G-Ortalama degeri elde

edilmistir. Melez algoritmada ise bu deger % 95,9 olmustur.
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Cizelge 4.3. RusAda ve onerilen melez yontem karsilagtirmasi

Melez Yontem

Yontem\ Veri | Diabetes Haberman Transfusion lonosphore
Seti

RusAda % 76,15 % 64,79 % 69,21 % 90,14
Onerilen % 72,7 % 70,5 % 73,2 % 95,9

Iki ¢alismada da ortak kullanilan 4 veri seti incelendiginde 3 veri setinde melez

algoritmanin daha basarili oldugu gozlemlenmistir.
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5. SONUC

Gergeklestirilen ¢alisma kapsaminda oncelikli olarak dengesiz veri setleri tizerine yapilan
caligmalar incelenmistir. Literatiirde dengesiz veriyi hedef alan yontemlerin ¢ikis
noktalar1 ve gec¢miste yapilan yontemler ile kiyaslanmalari incelenerek yapilacak
caligmanin mevcut c¢alismalarin avantaj ve dezavantajlarindan yararlanmasi
amaclanmistir. Sonuclarin degerlendirmesinde literatiir ile de karsilastirilabilmesi i¢in bu
calismalarda siklikla kullanilan G-Ortalama Olgiitii degerlendirme Olgiitii  olarak

secilmistir.

Veri setlerinin seciminde daha Once yapilan ¢aligmalar ile kiyaslanabilmesi i¢in sikga
kullanilan veri setleri ¢aligma kapsamina dahil edilmistir. Ger¢ek hayatta
uygulanabilirliginin kanitlanmasi i¢in de gercek hayat verisi ile de ¢alisma yapilmaistir.
Secilen veriler melez yontemin uygulanmasinin ardindan sonuglar, ayni verilelerin
kullanildig1 diger algoritmalar ile karsilagtirilmasi yapilarak basarili sonuglar aldigi

gbzlemlenmistir.

Gergek hayat verisi olan TexYarn verisinde yapilan ¢alismada klasik yontemlerden daha
basarili sonuglar vererek, dokuma firmasinda kopma riski bulunan ipliklerin dokuma
islemine girmeden tespit edilmesinin miimkiin oldugunu kanitlamistir. Bu yoniiyle karar

destek sistemi olarak kullanilmasinin 6nii agilmistir.

SIMO yontemi bilgi verici azinlik verilerine odaklanirken bu ¢aligma bilgi verici olmayan
cogunluk verileri ile de ilgilenmistir. Asir1 6rneklemeden kaynaklanan asir1 uyumu
ortadan kaldirmak i¢in sadece bilgi verici azinlik verilerini ¢ogaltirken, bilgi kaybinin
Online gecebilmek igin degerli bilgi tasimayan c¢ogunluk wverileri veri setinden
cikarilmistir. Ornek azaltmada SVM kullanilarak, karar siirma uzak, diger bir deyisle
bilgi vericiligi az olan ¢ogunluk verilerini ¢ikartilmasi ile, literature 6rnek azaltma

islemlerinde yeni bir yaklagim getirmistir.

Yapilan galigma ile 6rnek azaltma ya da asir1 6rnekleme yontemlerinin tekil kullanimi
yerine birlikte kullanilarak bu yontemlerin dezavantajlarinin minimize edilmesine olanak
saglayacagin1 gostermistir. Yine dengesiz veriyi dengeli hale getirirken verilerin toplu

halde isleme tutulmasi yerine, verilerin bilgi verici olup olmamasi ya da verilerin sinif
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etiketinin tahmininde degerli bir etki yaratip yaratmamasina gore veri bazinda
incelenelerek veri 6n islemesinin yapilmasinin smiflandirma sonucuna olumlu etki
yarattigi gostermistir. Gelecek caligmalarda klasik yontemlerden farkli olarak bu
noktalara odaklanilmasi, dengesiz veri setlerinin siniflandirma probleminin ¢oziimiinde

olumlu etki yaratacagini gostermektedir.

Onerilen yontemin literatiirde incelenen ydntemlerle benzer olarak iki smifli dengesiz
veriler iizerinde c¢alismasi, ¢ok siifli verilerde ¢alismamis olmasi sinirlt bir kullanim
alan1 sunmaktadir. Calisma farkli siniflandirma algoritmalarini da igine alacak sekilde
genisletilebilir. Ayni zamanda parameter optimizasyonu iizerine calisilmasinin
siniflandirma basarisina etkisi incelenebilir. Gelecek c¢alismalarin parameter
optimizasyonu ve ¢ok smifli veri setleri iizerine odaklanmasi dengesiz verilerin ele

alimmasinda gelisme saglayacaktir.
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